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ЛЕКЦИЯ 

ПОНЯТИЕ О РАСПОЗНАВАНИИ. 

ОСНОВНЫЕ ЗАДАЧИ ПОСТРОЕНИЯ СИСТЕМ РАСПОЗНАВАНИЯ 

 

1   Понятие о распознавании 

 

В рамках кибернетики во второй половине 1950-х годов начало 

формироваться новое научное направление, связанное с разработкой 

теоретических основ и практической реализацией устройств и систем, 

предназначенных для распознавания неизвестных объектов, явлений, 

процессов. Новая научная дисциплина получила название «Распознавание 

образов». Подобное название возникло в связи с тем, что процесс распоз-

навания отождествляется с выявлением вопроса о том, к какому классу 

объектов (образу) может быть отнесен распознаваемый объект. При этом класс 

олицетворяет собой некоторую совокупность (подмножество) объектов, 

обладающих близкими свойствами. 

Распознавание образов (объектов, сигналов, ситуаций, явлений или 

процессов) – едва ли не самая распространенная задача, которую человеку 

приходится решать практически ежесекундно от первого до последнего дня 

своего существования. Для решения этой задачи человек использует огромные 

ресурсы своего мозга, включая одновременно около 10 – 12 миллиардов 

нейронов. Именно это дает возможность людям мгновенно узнавать друг друга, 

с большой скоростью читать печатные и рукописные тексты, безошибочно 

водить автомобили в сложном потоке уличного движения, осуществлять 

отбраковку деталей на конвейере, дешифрировать аэро- и космические 

фотоснимки, разгадывать коды, древнюю египетскую клинопись и т.д. 

Распознавание представляет собой задачу преобразования входной 

информации, в качестве которой уместно рассматривать некоторые параметры, 

признаки распознаваемых образов, в выходную информацию, представляющую 

собой заключение о том, к какому классу относится распознаваемый образ. 

Поэтому, учитывая, что кибернетика есть наука об общих законах 

преобразования информации в сложных системах, распознавание образов 

является одним из разделов этой науки. 

Таким образом, задачу распознавания можно трактовать в следующем 

изложении: 

имеется некоторая совокупность объектов или явлений. В соответствии с 

выбранным принципом классификации она подразделена на ряд классов, т.е. 

составлен алфавит классов. Разработан словарь признаков, на языке которого 

описывается каждый класс объектов. Созданы технические средства, обеспечи-

вающие определение признаков, а на вычислительных средствах системы 

распознавания реализован алгоритм распознавания, позволяющий сопоставлять 



апостериорные данные о неизвестном объекте с априорной информацией и на 

основе сопоставления определять, к какому классу он может быть отнесен. 

Когда появляется объект, подлежащий распознаванию, с помощью технических 

средств наблюдения проводятся опыты и определяются его признаки. Данные о 

признаках неизвестного объекта поступают на вход алгоритма распознавания, 

который, используя априорные описания классов, определяет, к какому классу 

может быть отнесен этот объект (рис. 1). 

 

2   Основные задачи построения систем распознавания 

 

Распознавание сложных объектов и явлений требует создания 

специальных систем распознавания – сложных динамических систем, 

состоящих в общем случае из коллектива подготовленных специалистов и 

совокупности технических средств получения и переработки информации и 

предназначенных для решения на основе специально сконструированных 

алгоритмов задач распознавания соответствующих объектов или явлений. 

Каждая система распознавания приспособлена для распознавания только 

данного вида объектов или явлений (так, система, предназначенная для 

диагностики заболеваний, не умеет диагностировать отказы аппаратуры, а 

система, предназначенная для чтения букв русского алфавита, не умеет читать 

китайские иероглифы или ноты). 

Рассмотрим основные задачи, возникающие в процессе проектирования и 

построения систем распознавания (рис. 2). 

При этом необходимо иметь в виду следующее. Процесс разработки 

системы распознавания требует построения математической или физико-

математической модели системы. Только наличие подобной модели позволяет 

реализовать итеративный процесс построения прообразов системы 

распознавания, все более и более приближающихся по своим характеристикам 

(точностным, временным, габаритным, весовым, стоимостным и т.д.) к 

требуемым характеристикам, задаваемым на стадии разработки тактико-

технических требований к системе. Рассматриваемые задачи в той или иной 

мере, с одной стороны, обеспечивают построение модели системы, а с другой – 

могут быть решены только с помощью модели. 

 

2.1   Задача определения полного перечня признаков 

 

Заключается в том, чтобы определить полный перечень признаков 

(параметров), характеризующих объекты или явления, для распознавания 

которых разрабатывается данная система. Названная совокупность признаков 

должна быть сформирована безотносительно каких-либо ограничений, 

связанных как с получением априорной информации, необходимой для ис-



ходного описания классов объектов, так и с получением апостериорной 

информации о конкретных объектах, подлежащих распознаванию. Наоборот, 

первоначально необходимо определить все признаки, хотя бы в малейшей мере 

характеризующие объекты или явления. 

Признаки объектов могут быть подразделены на (рис. 3): 

 детерминированные, 

 вероятностные, 

 логические, 

 структурные. 

Детерминированные признаки – признаки, принимающие конкретные 

числовые значения (например, размах крыла lкр, = 25м, длина фюзеляжа lф=50м, 

масса самолета G=70т и т.д.), которые могут рассматриваться в качестве 

координат точки в признаковом пространстве, соответствующей данному 

объекту. При рассмотрении признаков в качестве детерминированных 

ошибками измерений пренебрегают. 

Вероятностные признаки – признаки, случайные значения которых 

распределены по всем классам объектов, при этом решение о принадлежности 

распознаваемого объекта к тому или другому классу может приниматься только 

на основании конкретных значений признаков данного объекта, определенных 

в результате проведения соответствующих опытов. Признаки распознаваемых 

объектов следует рассматривать как вероятностные и в случае, если измерение 

их числовых значений производится с такими ошибками, что по результатам 

измерений невозможно с полной определенностью сказать, какое числовое 

значение данная величина приняла. 

Логические признаки распознаваемых объектов можно рассматривать как 

элементарные высказывания, принимающие два значения истинности («да», 

«нет» или «истина», «ложь») с полной определенностью. К логическим 

признакам относятся, прежде всего, признаки, не имеющие количественного 

выражения. Эти признаки представляют собой суждения качественного 

характера типа наличия или отсутствия некоторых свойств или некоторых 

элементов у распознаваемых объектов или явлений. В качестве логических 

признаков можно рассматривать, например, такие симптомы, используемые 

при медицинской диагностике, как боль в горле, кашель, насморк и т.д., такие 

свойства объектов геологической разведки, как растворимость или 

нерастворимость в определенных кислотах или в некоторых смесях кислот, 

наличие или отсутствие запаха, цвета и т.д. К логическим признакам можно 

отнести также признаки, у которых важна не величина признака у 

распознаваемого объекта, а лишь факт попадания или непопадания ее в 

заданный интервал. 

Структурные (лингвистические, синтаксические) признаки 



представляют собой непроизводные элементы (символы) структуры объекта. 

Иначе эти элементы (константы) называют терминалами. Каждый объект 

может рассматриваться как цепочка терминалов или как предложение. Эти 

предложения и описывают объекты. При этом если предложение, описывающее 

неизвестный распознаваемый объект, относится к языку данного класса, то этот 

объект и принимается принадлежащим к этому классу. Например, при 

распознавании букв русского алфавита терминалами являются вертикальная, 

горизонтальная, наклонная черточки, наличие угла и т.д. 

 

2.2   Задача составления априорного алфавита классов 

 

Заключается в проведении первоначальной классификации 

распознаваемых объектов или явлений, в составлении априорного алфавита 

классов. Основное в данной задаче – выбор надлежащего принципа 

классификации. Принцип классификации определяется требованиями, 

предъявляемыми к системе распознавания, которые, в свою очередь, зависят от 

того, какие решения могут приниматься системой управления по результатам 

распознавания неизвестных объектов или явлений. При решении последующих 

задач априорный алфавит классов уточняется, в результате чего формируется 

рабочий алфавит классов системы распознавания. 

 

2.3   Задача составления априорного словаря признаков 

 

Состоит в разработке априорного словаря признаков. Словарь 

разрабатывается на основе результатов решения первой задачи с учетом того, 

что в априорный словарь признаков включаются только те признаки, 

относительно которых может быть получена априорная информация, 

необходимая для описания классов на языке этих признаков. 

 

2.4   Задача описания алфавита классов на языке признаков 

 

Состоит в описании всех классов априорного алфавита классов на языке 

признаков, включенных в априорный словарь признаков. Эта задача не имеет 

однозначного решения, и в зависимости от объема исходной информации для 

ее решения могут быть использованы методы непосредственной обработки 

исходных данных, обучения или самообучения. 

Если признаки распознаваемых объектов – детерминированные, то 

описанием каждого класса объектов на языке этих признаков является его 

эталон, т.е. точка, сумма расстояний которой от точек, описывающих объекты, 

принадлежащие данному классу, минимальна. 

Если признаки распознаваемых объектов логические и имеют 



количественные выражения, то для описания классов объектов на языке 

признаков необходимо (в предположении достаточности исходной 

информации) определить диапазоны значений признаков Δxj
i
, j=1, ..., N, 

соответствующие классам Ωi i=1, ..., m. При этом каждый из отрезков может 

рассматриваться как элементарное логическое высказывание А, В, С, ... . Если 

признаки распознаваемых объектов есть суждения качественного характера, то 

каждый из них также рассматривается как элементарное логическое 

высказывание А', В', С' ... .Для описания классов на языке этих признаков 

необходимо выяснить, какими из них характеризуется каждый класс, после 

этого установить зависимости в форме булевых соотношений между 

признаками А, В, С, ...; А', В', С', ... и классами Ω1, ..., Ωm. 

Если распределение объектов по областям Di N-мерного пространства 

признаков для всех значений i= 1, ..., m вероятностное, то для описания 

классов необходимо определить характеристики этих распределений: 

 функции плотности вероятности fi(x1, ..., xN) значений параметров x1, ..., xN 

при условии, что объекты принадлежат классу Ωi, 

 априорные вероятности P(Ωi) того, что объект, случайным образом 

выбранный из общей совокупности, окажется принадлежащим классу Ωi. 

Если признаки распознаваемых объектов – структурные, то описаниями 

классов объектов являются языки, состоящие из предложений, каждое из 

которых характеризует структурные особенности объектов, принадлежащих 

исключительно одному из классов. 

Выработка сведений о распознаваемых объектах и априорное описание 

классов – весьма трудоемкая часть в решении классификационных задач, 

требующая глубокого изучения свойств этих объектов. 

 

2.5   Задача разбиения априорного словаря признаков на области, 

соответствующие классам априорного алфавита классов 

 

Заключается в разбиении априорного пространства признаков на области, 

соответствующие классам априорного алфавита классов. Подобное разбиение 

должно быть выполнено в некотором смысле оптимальным образом, например, 

так, чтобы при этом обеспечивалось минимальное значение ошибок, неизбежно 

сопровождающих распознавание поступающих на вход системы распознавания 

неизвестных объектов или явлений. 

Пусть в априорном словаре признаков содержится упорядоченный набор 

параметров объектов или явлений – признаки x1, ..., xN, которые можно 

рассматривать как составляющие вектора xa={x1, ..., xn}, описывающего 

априорное пространство признаков систем распознавания (априорное 

признаковое пространство) размерности N; конкретные точки этого 

пространства представляют собой распознаваемые объекты. 



Положим, произведено разбиение объектов на классы Ω1, ..., Ωm. Требуется 

выделить в пространстве признаков области Di, i = l, ..., m, эквивалентные 

классам, т.е. характеризуемые следующей необходимой зависимостью: если 

объект, имеющий признаки x1
0
, ..., xN

0
, относится к классу Ωi, то 

представляющая его в признаковом пространстве точка принадлежит области 

Di. 

Помимо геометрической существует и алгебраическая трактовка задачи: 

требуется построить разделяющие функции Fi(x1, ..., xN), i = l, ..., m, 

обладающие следующим свойством: если объект, имеющий признаки x1
0
, ..., 

xN
0
, относится к классу Ωi, то величина Fi(x1, ..., xN) должна быть наибольшей. 

Такой же она должна быть и для всех других значений признаков объектов, 

относящихся к классу Ωi. Если xq обозначает вектор признаков объекта, 

принадлежащего к Ωq-му классу, то для всех значений вектора xq  Fq(xq)>Fg(xg), 

q, g=l, ..., m, q≠g. 

Таким образом, в признаковом пространстве системы распознавания 

граница разбиений, называемая решающей границей между областями Di, 

соответствующих классам Ωi, выражается уравнением 

 

Fq(x) – Fg(x) = 0. 

 

На рис. 4 показано разбиение двумерного пространства признаков на 

области D1 и D2, соответствующие классам Ω1 и Ω2 (здесь l — решающая 

граница). 

 

 

 

Рис. 4 – Разбиение двумерного пространства признаков на области D1 и D2, 

соответствующие классам Ω1 и Ω2 

 



2.6   Задача выбора алгоритма распознавания 

 

Состоит в выборе алгоритмов распознавания, обеспечивающих отнесение 

распознаваемого объекта или явления к тому или другому классу или их 

некоторой совокупности. 

Алгоритмы распознавания основываются на сравнении той или другой 

меры близости или меры сходства распознаваемого объекта c каждым классом. 

При этом если выбранная мера близости L данного объекта ω с каким-либо 

классом Ωg, g=1, ..., m, превышает меру его близости с другими классами, то 

принимается решение о принадлежности этого объекта классу Ωg, т.е. ωΩg, 

если L(ω, Ωg)=extr L(ω, Ωi), i=l, ..., m, i≠g. 

В алгоритмах распознавания, базирующихся на использовании 

детерминированных признаков, в качестве меры близости используется 

среднеквадратичное расстояние между данным объектом ω и совокупностью 

объектов {ωg1, ..., ωgkg}, представляющих собой класс Ωg: 

 

   
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причем метод измерения расстояния между объектами d(ω, ωgs) свободен для 

выбора. 

В случае если необходимо учитывать веса Wj признаков xj, j=1, ..., N, 

объекта ω и признаков xgsj объектов ωgs класса Ωg, может быть применена 

метрика следующего вида: 

 

   
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В алгоритмах распознавания, базирующихся на использовании 

вероятностных признаков, в качестве меры близости используется риск, 

связанный с решением о принадлежности распознаваемого объекта к классу Ωi, 
i=1, ..., m. Пусть даны описания классов {fi(x), P(Ωi)}, х={x1, ..., xN} и риски 

правильных и ошибочных решений, представляющие собой элементы 

платежной матрицы вида 
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По главной диагонали матрицы расположены потери при правильных 

решениях, а по обеим сторонам от нее – потери при ошибочных решениях. 

Если cii<0, i=1, ..., m, то такие отрицательные потери можно рассматривать как 

выигрыш при правильных решениях. 

Пусть в результате экспериментов установлено, что значения признаков у 

распознаваемого объекта ω составляют x1=x1
0
, x2=x2

0
, ..., xN=xN

0
. Обозначим это 

событие aN. Тогда значение риска, связанного с решением вида ω   Ωg при 

условии, что имеет место событие aN, будет 
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где условная апостериорная вероятность того, что ωΩi, в соответствии с 

теоремой гипотез или формулой Байеса 
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В общем случае решение вида ωΩg, принимается в случае, если 
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В алгоритмах распознавания, базирующихся на использовании логических 

признаков, не используется понятие «мера близости». Когда построено 

описание классов на языке логических признаков в виде соответствующих 

булевых соотношений (эквивалентности или импликаций), при подстановке в 

эти соотношения значений признаков, характеризующих распознаваемый 

объект, автоматически возникает ответ: к какому классу или классам этот 

объект может быть отнесен и к каким он не относится. 

В алгоритмах распознавания, базирующихся на использовании 

структурных (лингвистических) признаков, понятие меры близости также 

может не использоваться. Когда построены языки, описывающие классы в виде 

совокупностей предложений, характеризующих структурные особенности 

объекта, относящиеся к каждому классу, то распознавание неизвестного 

объекта осуществляется идентификацией предложения, описывающего этот 

объект, с одним из предложений языка – элемента описания соответствующего 

класса. 



 

2.7   Задача определения рабочего алфавита классов и рабочего словаря 

признаков 

 

Состоит в определении рабочего алфавита классов и рабочего словаря 

признаков системы распознавания. Она представляет собой общую постановку 

проблемы распознавания. Суть ее заключается в разработке такого алфавита 

классов и такого словаря признаков (назовем их оптимальными), которые в 

условиях ограничений на построение системы распознавания обеспечивают 

максимальное значение показателя эффективности системы управления, 

принимающей в зависимости от результатов распознавания неизвестных 

объектов соответствующие решения. 

Задачу можно решить с помощью математической (физико-

математической) модели системы распознавания путем последовательных 

приближений. Первое приближение системы – априорный словарь признаков и 

априорный алфавит классов. При построении рабочих алфавита классов и 

словаря признаков приходится учитывать следующие соображения. 

Первое соображение связано с наличием или возможностью создания 

конкретных технических средств наблюдений, обеспечивающих на основе 

проведения экспериментов определение признаков распознаваемых объектов, а 

также с целесообразностью использования тех или других технических средств, 

а значит, и признаков, определяемых с помощью этих средств. Это сооб-

ражение диктуется ограничениями на ресурсы (финансовые, материальные, 

временные, весовые, габаритные, энергетические и т.п.), на возможность или 

допустимость создания или использования соответствующих технических 

средств. 

Второе соображение – обеспечение в условиях названных ограничений 

наибольшей точности решения задачи распознавания, так как она 

непосредственно влияет на эффективность управленческих решений. 

Проведение моделирования системы распознавания с учетом названных 

соображений в принципе позволяет определить окончательный вариант ее 

построения, т.е. определить рабочий алфавит классов и состав технических 

средств наблюдений, а значит, рабочий словарь признаков. 

 

2.8   Задача разработки алгоритмов управления работой системы 

распознавания 

 

Состоит в разработке специальных алгоритмов управления работой 

системы. Их назначение в том, чтобы процесс функционирования системы 

распознавания был в определенном смысле оптимальным и выбранный 

критерий качества этого процесса достигал экстремального значения. В 



качестве подобного критерия могут использоваться, например, вероятность 

правильного решения задачи распознавания, среднее время ее решения, 

расходы, связанные с реализацией процесса распознавания, и т.д. Достижение 

экстремальной величины названных критериев должно при этом 

сопровождаться соблюдением некоторых ограничивающих условий. Так, 

рационально потребовать, чтобы достижение максимальной вероятности 

правильного решения задачи распознавания осуществлялось в условиях 

ограничений либо на время решения задачи, либо на расходы, связанные с 

проведением экспериментальных работ. Минимизация среднего времени 

решения задачи или расходов на реализацию процедуры распознавания должна 

осуществляться в условиях достижения заданной вероятности правильного 

решения задачи и т.д. 

 

2.9   Задача выбора показателя эффективности системы распознавания 

 

Состоит в выборе показателей эффективности системы распознавания и 

оценке их значений. В качестве показателей эффективности системы могут 

рассматриваться вероятность правильных решений, среднее время решения 

задач распознавания, величина расходов, связанных с получением 

апостериорной информации и т.д. Оценка значений выбранной совокупности 

показателей эффективности, как правило, проводится на основе 

экспериментальных исследований либо реальной системы распознавания, либо 

с помощью ее физической или математической модели. 



ЛЕКЦИЯ 

КЛАССИФИКАЦИЯ СИСТЕМ РАСПОЗНАВАНИЯ 

 

Любая классификация основывается на определенных 

классификационных принципах. 

Рационально для систем распознавания рассматривать в качестве 

классификационного принципа свойства информации, используемой в 

процессе распознавания. 

1)   В зависимости от того физически однородная или физически 

неоднородная информация используется для описания распознаваемых 

объектов системы распознавания можно подразделить на простые и 

сложные. 

Простые системы распознавания. К ним относят, например, 

читающие автоматические распознающие устройства, в которых признаки 

рабочего словаря представляют собой лишь те или иные линейные 

размеры распознаваемых объектов; автоматы для размена монет, где в 

качестве признака, используемого при распознавании монет, берется их 

масса; автоматические устройства, предназначенные для отбраковки 

деталей, в которых в качестве признаков, применяемых для описания 

классов бракованных и не бракованных деталей, используются либо 

некоторые линейные размеры, либо масса и т.д. (рис. 1). 

 

 
 

Рис. 1 – Простая система распознавания 

 

Сложные системы распознавания. К ним относят, например, 

системы медицинской диагностики, в которых в качестве признаков 

(симптомов) могут использоваться данные анализа крови и кардиограммы, 
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температура и динамика кровяного давления и т.п.; системы, 

предназначенные для распознавания образцов геологической разведки, в 

которых в качестве признаков берутся различные физические и 

химические свойства; системы распознавания образцов военной техники 

вероятного противника и т.д. 

2)   Если в качестве принципа классификации использовать способ 

получения апостериорной информации, то сложные системы можно 

подразделить на одноуровневые и многоуровневые системы 

распознавания. 

Сложные одноуровневые системы. В этих системах апостериорная 

информация о признаках распознаваемых объектов x1, ..., xN определяется 

прямыми измерениями непосредственно на основе обработки результатов 

экспериментов (рис. 2). 

В одноуровневых системах по данным технических средств T1, ..., Tn 

на основе обработки полученных реализаций непосредственно находят 

признаки x1
1
, ..., x1

k
; ..., ; xn

1
, ..., хn

m
 неизвестных объектов или явлений, 

которые используются для их распознавания. 

 

 
 

Рис. 2 – Сложная одноуровневая система распознавания 

 

Сложные многоуровневые системы. В этих системах апостериорная 

информация о признаках определяется на основе косвенных измерений. 

Для таких измерений используются специализированные локальные 
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распознающие системы (рис. 3). 

 

 
 

Рис. 3 – Сложная многоуровневая система распознавания 

 

В многоуровневых системах по данным технических средств T1, ..., Tp, 

..., Tn определяются признаки x1
1
, ..., x1

k
; xp

1
, ..., xp

l
; xn

1
, ..., хn

m
 (назовем их 

первичными), которые подразделяются на следующие группы. 

Группа 1. К ней относят признаки, используемые в локальных 

распознающих устройствах первого (нижнего) уровня (назовем эти 

признаки признаками первого уровня) для определения признаков второго 

уровня. На рис. 3 такими признаками являются x1
2
, xp

1
, xp

2
, xn

1
, xn

2
, xn

m
. На 

основе этих признаков распознающие устройства первого уровня A, B, C 
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определяют признаки второго уровня x2
A
, x2

B
, x2

C
. 

Группа 2. К ней относят признаки, непосредственно используемые в 

распознающих устройствах второго уровня для определения признаков 

третьего уровня. На рис. 3 таким признаком является х1
k
, используемый 

наряду с признаками второго уровня x2
A
 и x2

B
 в распознающем устройстве 

второго уровня D для определения признака третьего уровня x3
D
. 

Группа 3. К ней относят признаки, используемые в распознающих 

устройствах третьего уровня для определения признаков четвертого 

уровня, и т.д. 

К последней группе относят признаки, непосредственно используемые 

в процессе распознавания неизвестных объектов, т.е. признаки, входящие в 

рабочий словарь признаков системы распознавания. На рис. 3 такими 

признаками являются x1
1
 и xp

1
 (назовем эти признаки признаками верхнего 

уровня). 

Таким образом, в одноуровневых системах распознавания 

информация о признаках распознаваемого объекта формируется путем 

прямых измерений непосредственно на основе обработки данных 

экспериментов. В многоуровневых системах информация о названных 

признаках формируется на основе косвенных измерений как результат 

функционирования вспомогательных распознающих устройств. На входы 

таких устройств поступает предварительно обработанная измерительная 

информация, а на выходах образуется либо непосредственно информация о 

признаках распознаваемых объектов или явлений, либо промежуточная 

информация, используемая распознающими устройствами следующих 

уровней для формирования информации о признаках распознаваемых 

объектов. 

3)   Если в качестве принципа классификации избрать количество 

первоначальной априорной информации о распознаваемых объектах 

или явлениях, то системы распознавания, как простые, так и сложные, 

можно разделить на системы без обучения, обучающиеся и 

самообучающиеся. 

Многоуровневые системы распознавания однозначно не 

подразделяются на указанные классы, так как каждая из локальных систем 

многоуровневой системы может, в свою очередь, представлять собой 

систему без обучения, обучающуюся либо самообучающуюся. 

Системы без обучения. В этих системах первоначальной априорной 

информации достаточно для того, чтобы определить априорный алфавит 

классов, построить априорный словарь признаков и на основе 

непосредственной обработки исходных данных произвести описание 

каждого класса на языке этих признаков, т.е. в первом приближении 

достаточно определить решающие границы, решающие правила. 



Для построения этого класса систем необходимо располагать полной 

первоначальной априорной информацией. На рис. 4 представлена 

структурная схема системы без обучения. 

 

 
 

Рис. 4 – Система распознавания без обучения 

 

Обучающиеся системы. В этих системах первоначальной априорной 

информации достаточно для того, чтобы определить априорный алфавит 

классов и построить априорный словарь признаков, но недостаточно (либо 

ее по тем или другим соображениям нецелесообразно использовать) для 

описания классов на языке признаков. Исходная информация, необходимая 

для построения обучающихся систем распознавания, позволяет выделить 

конкретные объекты, принадлежащие различным классам, и может быть 

представлена в следующем виде: 
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Объекты ω1, …, ωl представляют собой обучающие объекты 

(обучающая последовательность, обучающая выборка). Цель процедуры 

обучения – определение разделяющих функций Fi(x1, ..., xN), i=l, ..., m, 

путем многократного предъявления системе распознавания различных 

объектов с указанием классов, к которым эти объекты принадлежат. 
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Системы распознавания, обучающиеся на стадии формирования, 

работают с „учителем”. Эта работа заключается в том, что „учитель” 

многократно предъявляет системе обучающие объекты всех выделенных 

классов и указывает, к каким классам они принадлежат. Затем „учитель” 

начинает „экзаменовать” систему распознавания, корректируя ее ответы до 

тех пор, пока количество ошибок в среднем не достигнет желаемого 

уровня. На рис. 5 приведена схема обучающейся системы (штриховые 

линии – режим обучения, сплошные линии – „экзамен”). 

 

 
 

Рис. 5 – Система распознавания с обучением 

 

Самообучающиеся системы. В этих системах первоначальной 

априорной информации достаточно лишь для определения словаря 

признаков x1, ..., xN, но недостаточно для проведения классификации 

объектов. На стадии формирования системы ей предъявляют исходную 

совокупность объектов ω1, …, ωl, заданных значениями своих признаков 

для ω1 – (x1
1
, ..., xN

1), …, для ωl – (x1
l
, ..., xN

l). Однако из-за ограниченного 

объема первоначальной информации система при этом не получает 

указаний о том, к какому классу объекты исходной совокупности 

принадлежат. Эти указания заменяются набором правил, в соответствии с 

которыми на стадии самообучения система распознавания сама 

вырабатывает классификацию, которая, вообще говоря, может отличаться 

от естественной, и в дальнейшем ее придерживается. На рис. 6 приведена 

схема самообучающейся системы (штриховые линии – режим само-

обучения; сплошные линии – распознавание неизвестных объектов).  

Термин „полная первоначальная априорная информация” ха-

рактеризует не абсолютное, а относительное количество необходимой 

информации. Он указывает на то, что в системах без обучения при прочих 
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равных условиях количество первоначальной информации больше, чем в 

обучающихся системах распознавания одинаковых классов. 

 

 
 

Рис. 6 – Система распознавания с самообучением 

 

Системы, обучающиеся или самообучающиеся, получают недо-

стающую априорную информацию в процессе обучения или самообучения. 

Более того, цель обучения или самообучения – выработать такое 

количество информации, которое необходимо для функционирования 

системы распознавания. 

Создание обучающихся и самообучающихся систем распознавания 

обусловлено тем, что на практике достаточно часто встречаются ситуации, 

когда отсутствует полная первоначальная априорная информация. 

При построении систем распознавания целесообразно использовать 

принцип обратной связи. Суть этого вопроса заключается в том, что 

результаты решения задачи распознавания неизвестных объектов следует 

использовать для уточнения априорного описания классов. Для этого блок 

априорной информации должен быть снабжен специальными алгоритмами 

корректировки априорных описаний классов. На рис. 4 – 6 легко 

прослеживается наличие обратной связи у рассмотренных типов систем 

распознавания. 

4)   Если в качестве принципа классификации использовать характер 

информации о признаках распознаваемых объектов, которые 

подразделяют на детерминированные, вероятностные, логические и 

структурные, то в зависимости от того, на языке каких признаков 
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производится описание этих объектов, иначе – в зависимости от того, 

какой алгоритм распознавания реализован, системы распознавания могут 

быть подразделены на детерминированные, вероятностные, логические, 

структурные и комбинированные. 

Детерминированные системы. В этих системах для построения 

алгоритмов распознавания используются „геометрические” меры близости, 

основанные на измерении расстояний между распознаваемым объектом и 

эталонами классов. В общем случае применение детерминированных 

методов распознавания предусматривает наличие координат эталонов 

классов в признаковом пространстве либо координат объектов, 

принадлежащих соответствующим классам. 

Вероятностные системы. В данных системах для построения 

алгоритмов распознавания используются вероятностные методы 

распознавания, основанные на теории статистических решений. В общем 

случае применение вероятностных методов распознавания 

предусматривает наличие вероятностных зависимостей между признаками 

распознаваемых объектов и классами, к которым эти объекты относятся. 

Логические системы. В этих системах для построения алгоритмов 

распознавания используются логические методы распознавания, 

основанные на дискретном анализе и базирующемся на нем исчислении 

высказываний. В общем случае применение логических методов 

распознавания предусматривает наличие логических связей, выраженных 

через систему булевых уравнений, в которой переменные – логические 

признаки распознаваемых объектов, а неизвестные величины – классы, к 

которым эти объекты относятся. 

Структурные (лингвистические) системы. В этих системах для 

построения алгоритмов распознавания используются специальные 

грамматики, порождающие языки, состоящие из предложений, каждое из 

которых описывает объекты, принадлежащие конкретному классу. 

Применение структурных методов распознавания требует наличия 

совокупностей предложений, описывающих все множество объектов, 

принадлежащих всем классам алфавита классов системы распознавания. 

При этом множество предложений должно быть подразделено на 

подмножества по числу классов системы. Элементами подмножеств и 

являются предложения, описывающие объекты, принадлежащие данному 

подмножеству (классу). Таким образом, априорными описаниями классов 

являются совокупности предложений, каждое из которых соответствует 

конкретному объекту, принадлежащему данному классу. 

Комбинированные системы. В этих системах для построения 

алгоритмов распознавания используется специально разработанный метод 

вычисления оценок. Такие алгоритмы распознавания называют 

алгоритмами вычисления оценок (АВО). Их применение требует наличия 



таблиц, где содержатся объекты, принадлежащие соответствующим 

классам, а также значения признаков, которыми характеризуются эти 

объекты. Признаки могут быть детерминированными, логическими, 

вероятностными и структурными. 

В итоге возможный вариант классификации систем распознавания 

объектов и явлений, основанный на различных свойствах информации, 

используемой в процессе распознавания, может выглядеть, как показано на 

рис. 7. 

 

 
 

Рис. 7 – Классификация систем распознавания 

 

5)   Экспертные системы распознавания 

Итак, отличительная особенность современных систем распознавания 

заключается в том, что их основу составляют вполне определенный 

алфавит классов и словарь признаков. При этом каждый класс объектов 

или явлений на основе априорных данных четко описывается на языке 

этих признаков. Кроме того, в состав математического обеспечения со-

временных систем входят правила принятия решений – алгоритмы 

распознавания. Они предназначены для сопоставления апостериорной 

информации о каждом распознаваемом объекте, представляемой в виде 

совокупности конкретных значений присущих ему признаков, выявленных 

в результате проведения с помощью измерительных средств опытов, с 

априорной информацией о классах объектов. На основе этого 

сопоставления и принимается решение об отнесении неизвестного объекта 

к определенному классу, если система не отказывается от его 

распознавания. Последнее происходит, как правило, в тех ситуациях, когда 
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на входе системы появляется объект, относящийся к классу, который не 

содержится в ее алфавите классов. 

ЭВМ последующих поколений будут „интеллектуальными” 

машинами, обладающими элементами искусственного интеллекта. 

Первый аспект искусственного интеллекта состоит в том, что эти 

машины должны быть приспособленными к „дружелюбному” отношению 

к пользователям, заключающемуся в том, что последние, даже не 

специалисты в области ЭВМ, смогут общаться с ними с помощью 

естественных для человека средств общения – речи, рукописного текста, 

изображений. Реализация интеллектуального человеко-машинного 

интерфейса сопряжена с возможностью решения задач распознавания и 

понимания естественного языка. Для этого ЭВМ будут снабжены 

системами распознавания (речи, рукописных текстов, изображений), 

принципиально отличающимися от современных систем распознавания. 

Именно в связи с этими обстоятельствами ЭВМ будут обладать 

специальными базами знаний, в данном случае знаний в области 

соответствующего языка – его орфографии, синтаксиса, лексики, 

формальных правил построения фраз на данном языке. Взаимодействие 

„понимающих программ” иначе распознающих систем с базами знаний и 

должно обеспечить эффективный „дружелюбный” диалог на естественном 

языке пользователя и ЭВМ. 

Второй аспект искусственного интеллекта состоит в широком и 

эффективном использовании экспертных систем различного назначения. 

Экспертная система представляет собой совокупность знаний эксперта или 

группы экспертов в данной конкретной предметной области (например, та 

или другая область медицины, аэродинамика или газовая динамика, 

двигатели внутреннего сгорания или реактивные двигатели, турбины 

газовые или гидравлические и т.п.). Эти знания определенным образом 

структурированы и программно реализованы в соответствующих базах 

знаний, доступ к которым осуществляется с помощью информационно-

поисковых систем. Благодаря специальным программам логических 

выводов экспертные системы смогут давать интеллектуальные советы или 

принимать интеллектуальные решения, в том числе при распознавании 

неизвестных объектов или явлений. 

Как и некоторые из существующих в настоящее время систем 

распознавания, экспертные системы распознавания будут представлять 

собой многоуровневые системы. Верхний уровень системы призван, на 

основе обработки логических выводов нижних уровней, вырабатывать 

окончательные решения. При этом системы как нижнего, так и верхнего 

уровней должны делать выводы не так, как это делается в современных 

системах распознавания – путем сопоставления измерительной 

апостериорной информации с априорной, формализованной в виде 



описания классов на языке признаков, а методами дедукции, индукции, по 

аналогии с другими методами, свойственными только человеку. 

Предполагается, что эти функции будут реализованы в виде программного 

обеспечения на специальных языках, позволяющих решать задачи (в том 

числе распознавания) с помощью последовательности логических вы-

водов. При этом полученные логические выводы должны порождать новые 

высказывания, новые знания, пополняющие базу знаний. 

Одним из научных фундаментов экспертных систем распознавания 

является теория нечетких множеств. Именно классы объектов в этих 

системах распознавания будут представляться в виде нечетких множеств, а 

принадлежность объектов или явлений к этим классам будет базироваться 

на уравнениях, выполняющих функции эквивалентности применительно к 

данным, характеризующим эти нечеткие множества. Введение в 

рассмотрение нечетких множеств позволяет весьма основательно 

расширять описания классов за счет полутонов, нюансов, которые бывает 

подчас достаточно трудно формализовать (например, объект почти 

круглой формы, нежно-голубого цвета, примерно равный по объему 

бильярдному шару, и т.д.). 

Важная особенность экспертных систем распознавания состоит в том, 

что они будут функционировать в режиме диалога пользователя (врача – в 

системах медицинской диагностики, инженера – в системах технической 

диагностики и т.д.) с ЭВМ. Машина, получив исходную 

экспериментальную информацию о распознаваемом объекте или явлении, 

выбрав необходимые знания из базы знаний и произведя надлежащие 

логические выводы и применяя методы индукции, дедукции, аналогии, 

генерирует гипотезы о принадлежности распознаваемого объекта к тому 

или иному классу, не противоречащие полученной информации. Кроме 

того, машина определяет и сообщает пользователю, какую необходимо 

получить дополнительную информацию об объекте или явлении. Ее 

использование в процедурах распознавания может привести либо к 

установлению одной-единственной гипотезы (не обязательно из числа 

первоначально сформированных), либо к генерированию новых. В ходе 

последующего диалога, реализуемого на основе получения 

дополнительной информации, формируется окончательное решение о 

распознаваемом объекте или явлении. 



ЛЕКЦИЯ 

ПОСТАНОВКА И МЕТОД РЕШЕНИЯ ПРОБЛЕМЫ РАСПОЗНАВАНИЯ 

 

1   Содержание проблемы распознавания 

 

Решение задачи распознавания необходимо в общем случае для того, 

чтобы система управления, стоящая над системой распознавания, могла 

принимать правильные решения. Например, система медицинской диагностики 

призвана устанавливать диагноз больных для того, чтобы врач мог принимать 

обоснованные решения о выборе стратегии лечения; система геологической 

разведки – распознавать наличие и характеристики полезных ископаемых в 

интересах принятия решений относительно их разработки; система 

распознавания целей – определять их вид, назначение, характеристики для того, 

чтобы принимались решения относительно необходимых мер противодействия 

этим целям, и т.д. Поэтому системы распознавания должны строиться так, 

чтобы обеспечивать системе управления возможность наиболее эффективно 

распоряжаться своими ресурсами, допустимым набором решений, а само 

построение систем распознавания, как и любых технических систем, не может 

быть осуществлено без учета соответствующих ограничений. 

Процесс распознавания состоит в том, что система распознавания на 

основании сопоставления апостериорной информации относительно каждого 

поступившего на вход системы объекта или явления с априорным описанием 

классов принимает решение о принадлежности этого объекта (явления) к 

одному из классов. Правило, которое каждому объекту ставит в соответствие 

определенное наименование класса, называют решающим правилом. При 

определении решающих правил (решающих границ в признаковом 

пространстве) в зависимости от объема исходной априорной информации 

можно рассматривать следующие ситуации: 

1) количество исходной информации достаточно для того, чтобы путем ее 

анализа и непосредственной обработки определить решающие правила 

(системы распознавания без обучения), 

2) количество исходной информации недостаточно для определения 

решающих правил на основе ее непосредственной обработки, в связи с 

чем реализуется процедура обучения (обучающиеся системы 

распознавания). 

При заданном признаковом пространстве уменьшение числа классов 

приводит к уменьшению ошибок распознавания и, наоборот, при увеличении 

числа классов системы распознавания в целях поддержания на заданном уровне 

или даже уменьшения среднего риска (вероятности ошибочных решений) надо 

расширять словарь признаков. В то же время расширение признакового 

пространства в целях уменьшения ошибок распознавания сопряжено с 



увеличением числа технических измерительных средств, каждое из которых 

обеспечивает определение соответствующего признака или группы признаков. 

Это, в свою очередь, требует увеличения затрат на построение системы рас-

познавания. На величину же затрат в реальных условиях, как правило, 

накладываются те или другие ограничения. 

Таким образом, стремление по возможности наиболее эффективно 

использовать набор возможных решений системы управления приводит к 

необходимости увеличения алфавита классов. Однако естественная 

ограниченность ресурсов, ассигнованных на построение измерительных 

средств системы распознавания или системы распознавания в целом, приводит 

к тому, что по мере увеличения алфавита классов ошибки распознавания 

растут, а это уменьшает эффективность использования возможных решений. 

Только некоторый компромисс между размерами алфавита классов и объемом 

рабочего словаря признаков системы, базирующийся на исходных данных 

относительно набора возможных решений и величины ресурсов, отпущенных 

на создание измерительной аппаратуры, реализующей словарь признаков, 

позволяет обеспечить решение задачи построения системы распознавания 

оптимальным образом. 

Таким образом, суть проблемы распознавания состоит в разработке 

таких алфавита классов и словаря признаков, которые в условиях ограниченных 

ресурсов на построение системы распознавания обеспечивают максимальную 

эффективность системы управления, принимающей соответствующее решение 

в зависимости от результатов решения задачи распознавания. При этом, 

безусловно, выбирая словарь признаков и определяя алфавит классов, следует 

находить наилучшие решающие правила, решающие границы между классами, 

но следует помнить то, что при построении логических систем распознавания, 

использующих либо алгоритмы распознавания, основанные на методах алгебры 

логики, либо структурных (лингвистических) систем, решающие правила 

вообще не определяются. 

 

2   Постановка проблемы распознавания 

 

Пусть задано множество объектов или явлений 

 

 Z ...,,1 , 

 

а также множество возможных решений 

 

 kllL ...,,1 , 

 



которые могут быть приняты системой управления по результатам решения 

задачи распознавания. 

Введем в рассмотрение множество возможных вариантов разбиения 

объектов на классы 

 rAAA ...,,1 . 

 

Будем полагать, что если выбран вариант разбиения Аα, α = 1, ..., r, то 

множество Ω подразделяется на mα классов, т.е. 

 

gqmgqA
m

i
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i
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A

q 


,...,,1,,,:
1





 
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Пусть первоначальная информация позволяет построить априорное 

признаковое пространство (составить априорный словарь признаков), 

описываемое многомерным вектором 

 

 Nxxx ...,,1 . 

 

Информация относительно множества решений  kllL ...,,1 , позволяет 

произвести исходное разбиение множества объектов на классы, т.е. составить 

априорный алфавит классов. В первом варианте подразделения объектов на 

классы (α=1), т.е. когда Aα=A1, их число равно mα=ml=k+l. Исходное множество 

объектов  Z ...,,1 , (обучающую выборку) подразделим на подмножества 

— классы 1

1

A
 , 

1

2

A
 , …, 1

1

A

m . 

Если обучающая выборка достаточно представительна, то 

непосредственной обработкой исходной информации можно определить 

описания классов. 

При статистическом подходе к задаче распознавания такими описаниями 

являются априорные вероятности  1A

iP   появления объектов соответствующих 

классов, а также условные плотности распределения значений признаков по 

классам, т.е. функции 

  11 ...,,1,...,,
1

mixxf NA
i


 . 

 

Если объем исходной априорной информации недостаточен для 

непосредственного описания классов, то они могут быть получены с помощью 

процедуры обучения. 



Наличие описаний классов в принципе позволяет определить решающие 

правила (решающие границы), использование которых обеспечивает 

минимизацию ошибок при распознавании неизвестных объектов. 

Обозначим  xP iA

inp /  оценку апостериорной вероятности правильного 

решения задачи распознавания, усредненную по всем возможным значениям 

признаков априорного словаря, описываемого вектором хα. Эта оценка может 

быть получена проведением статистических испытаний (например, метод 

Монте-Карло) математической модели системы распознавания. 

Если бы не было ограничений на величину ресурсов, ассигнованных на 

построение измерительных устройств, предназначенных для определения 

признаков х1, х2, ..., то можно было бы полагать, что основные характеристики 

системы распознавания – алфавит классов и словарь признаков – определены, и 

можно приступать к построению системы распознавания. В условиях 

ограничений, когда реализация априорного признакового пространства 

 Nxxx ...,,1  в полном объеме невозможна, приходится признаковое 

пространство  сокращать по сравнению с априорным, т.е. переходить от 

априорного словаря признаков к рабочему. 

Рассмотрим вектор λ={λ1, ..., λN}, компоненты которого 









0

1
j  (в 

зависимости от того, используется ли данный признак априорного словаря в 

рабочем словаре или нет). 

Кроме того, введем обозначение для рабочего словаря  
njjp xxx ...,,

1
 , 

где Njj n ...,,1...,,1  , т.е. множество признаков рабочего словаря состоит из 

элементов множества признаков априорного словаря, (рабочий словарь 

представляет собой подмножество множества признаков априорного словаря). 

Обозначим Сj стоимость создания измерительного устройства, 

обеспечивающего определение хj-го признака, j=1, ..., N, а С0 — общую 

величину ресурсов, ассигнованных на создание всех измерителей. Если 





N

j

j CC
1

0 , то в качестве рабочего словаря системы распознавания может быть 

использован априорный словарь. Однако в общем случае, как правило, 

суммарная стоимость создания комплекса технических средств, 

обеспечивающих измерение всех признаков априорного словаря, превышает 

величину С0, т.е. 



N

j

j CC
1

0 ,. Затраты на создание комплекса технических 

средств системы, обеспечивающих измерение признаков рабочего словаря, 

определяются величинами 
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Обозначим  1A

iG   выигрыш, связанный с реализацией возможных 

решений при распознавании объекта ω, отнесенного к классу A

i  в варианте 

классификации А1. Тогда математическое ожидание выигрыша от выбора 

варианта А1 при использовании априорного словаря признаков 
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Величину R уместно рассматривать в качестве критерия эффективности 

системы распознавания. И, следовательно, с его максимизацией нужно 

связывать увеличение эффективности ее функционирования. 

В условиях ограничений, определяемых величиной С0, возникает 

следующая экстремальная задача: необходимо в пределах С0 найти такой 

вариант разбиения объектов на классы и такое пространство признаков, при 

которых обеспечивается максимальное значение критерия эффективности 

системы R. Другими словами, необходимо определить Аα=А
0
 из множества 

А={А1, ..., Аα, ..., Аr} и вектор λ=λ
0
, которые при наилучшем решающем правиле 

доставляют экстремальное (максимальное) значение величины R при 

соблюдении ограничений на величину С ≤ С0, т.е. 

 

     












m

i

A

i

A

inp
AA

GPRARR
1

00 /maxmaxmaxmax,  

с учетом 0

1

CCC
N

j

jj 


 . 

При этом А
0
 определяет алфавит классов, a λ

0
 — оптимальный рабочий 

словарь признаков. 

Итак, общая постановка проблемы распознавания объектов или явлений 

может быть сформулирована следующим образом: 

в условиях первоначального (априорного) описания исходного множества 

объектов на языке априорного словаря признаков необходимо в пределах 

выделенных ресурсов на построение измерительной аппаратуры определить 

оптимальный алфавит классов и оптимальный рабочий словарь признаков, 

которые при наилучшем решающем правиле обеспечивают наиболее 

эффективное использование решений, принимаемых по результатам 

распознавания неизвестных объектов или явлений системой управления. 



 

3   Метод решения проблемы распознавания 

 

Рассмотренная постановка проблемы распознавания позволяет определить 

последовательность задач, возникающих при разработке системы 

распознавания, предложить их формулировки и возможные методы решения. 

Наиболее экономный метод решения проблемы построения системы 

распознавания – метод математического или физико-математического 

моделирования. Основная идея работы предлагаемой модели разрабатываемой 

системы распознавания – реализация итеративной процедуры, обеспечивающей 

путем последовательных приближений синтез системы, эффективность работы 

которой достаточно близко приближается к потенциально достижимой 

эффективности. 

Для построения модели необходимы: 

1) множество возможных решений, которые могут быть приняты системой 

управления на основании результатов распознавания неизвестных 

объектов или явлений  kllL ...,,1 , 

2) априорный словарь признаков  Nxxx ...,,1 , 

3) исходное множество объектов  Z ...,,1 , 

4) величина ресурсов С0, ассигнованных на построение измерительной 

аппаратуры системы, 

5) значения выигрышей, получаемых системой управления от конкретных 

решений из множества возможных решений  kllL ...,,1 , принимаемых 

по результатам решения задачи распознавания, т.е. величин  A

iG  , i = 1, 

..., m; α=1, ..., r. 

Последовательность построения и работы модели состоит из нескольких 

этапов. 

Первый этап предназначен для построения модели системы 

распознавания в первом приближении (α=1). Алгоритм реализации этого этапа 

следующий: 

1) определяется первый вариант разбиения множества объектов на классы 

А1 в соответствии с которым количество классов m1=k+l. При этом к 

классу 
1

1

A
  относятся объекты, применительно к которым следует 

принимать  решение  l1,  к классу 1

2

A
  – объекты, к которым надо 

принимать решение l2, и т.д., к классу 1A

k  – объекты, к которым надо 



принимать решение lk, к объектам класса 1

1

A

m  решение не принимается, 

2) определяется непосредственно либо подмножество множества объектов 

каждого класса    11111

1 ...,,...,,...,,, 1

21

1

   
A

k

A
, где 

     z...,,1...,,...,,...,,1   , либо разрабатывается некоторый набор 

правил относительно значений признаков, содержащихся в априорном 

словаре, в соответствии с которыми на основе методов самообучения при 

известном числе классов определяются объекты исходного множества, 

относящиеся к каждому классу, 

3) производится описание каждого класса на языке признаков априорного 

словаря, а затем находятся наилучшие решающие границы между 

классами. Эта задача проблемы распознавания – традиционная, методы ее 

решения достаточно хорошо известны, 

4) проверяется, достаточна ли величина С0 для построения измерителей, 

обеспечивающих определение всех признаков  Nxxx ...,,1  априорного 

словаря. Если 



n

j

jCC
1

0 , то в рабочий словарь системы включаются все 

признаки априорного словаря. Если 



n

j

jCC
1

0 , для определения первого 

приближения оптимального рабочего словаря системы (словаря, который 

при заданных ограничениях на величину С0 обеспечивает, например, 

либо минимум величины среднего риска, либо максимум 

среднеквадратичного расстояния между классами, либо экстремальное 

значение какого-нибудь другого критерия) могут быть использованы 

специальные методы, 

5) производится описание классов 
1A

i , i=1, ..., m, на языке рабочего 

словаря признаков первого приближения и определяются наилучшие 

решающие границы между ними, 

6) оценивается вероятность правильного решения задачи распознавания 

 
n

i

jj

A

inp xxP ...,,/
1

 . Для этого строится математическая модель, и 

проводятся ее статистические испытания, 

7) вычисляется первое приближение значения критерия эффективности 

системы R
(1)

. 

Второй и последующие этапы предназначены для уточнения модели 

системы. Их цель – определить такой вариант разбиения объектов на классы А
0
 

и такой словарь признаков, при которых критерий R достигает наибольшего 

значения. Алгоритм реализации этих этапов таков: 

1) определяется в алфавите классов первого приближения такой класс 



m
A

...,,1,1    (либо,  исходя из практических соображений,  2 – 3  

класса),  для которого  величина     11 min
A

i
i

A
GG  . Это означает, что 

к классу Ω, относятся такие объекты, распознавание которых 

обеспечивает по сравнению с распознаванием объектов других классов 

наименьший выигрыш, 

2) исключается из алфавита классов первого приближения класс 1A

 , а 

объекты этого класса надлежит отнести к такому классу m
A

...,,1,1   , 

для которого уменьшение величины  1A
G   по сравнению с 

уменьшением величины   miG
A

...,,1,1  , минимально, т.е. 

    imiGG
A

i

A
  ;...,,1,,min 11

. 

Таким образом, определяется второй вариант разбиения объектов на 

классы А2, применительно к которому вновь повторяются операции 1 – 7 и 

определяется второе приближение значения критерия R
2
 эффективности 

системы. Практически нескольких итераций достаточно для определения 

такого варианта построения системы, при котором критерий R эффективности 

системы достигает наибольшего значения. 

Итак, системный подход к проблеме распознавания объектов и явлений 

позволяет в реальных условиях при наличии неизбежных ограничений добиться 

наибольшей эффективности комплекса „система распознавания + система 

управления”. 



ЛЕКЦИЯ 

ПРОСТРАНСТВА ПРИЗНАКОВ ИСПОЛЬЗУЕМЫЕ ПРИ 

РАСПОЗНАВАНИИ 

 

1   Пространство признаков на основе линейных преобразований 

 

Рассмотрим пространства признаков образуемые через линейные 

преобразования исходных измерений образов, т.е. преобразованные исходные 

множества измерений в новые множества признаков. Обычно задача состоит в 

выделении низкочастотных компонент, содержащих основную информацию. 

 

1.1   Базисные векторы 

 

Пусть x(0), x(1),..., x(N–1) – множество исходных измерений, а X
T
 = [x(0), ..., 

x(N–1)] – соответствующий им вектор столбец. 

Рассмотрим унитарную матрицу AN×N. Для действительной матрицы AN×N 

условие унитарности обозначает, что матрица AN×N ортогональная, т.е. A
–1

N×N = 

A
T

N×N. Для комплексной матрицы AN×N условие унитарности обозначает, что A
–

1
N×N = A

H
N×N, где матрица A

H
N×N – транспонированная (сопряженная). 

Пусть 
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где  H

N

HH aaa 110 ...,,,   – строки из транспонированных столбцов  ai  и  A = (a0,a1,...,aN–

1). 

Тогда 
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Векторы ai называются базисными векторами. Таким образом, в силу 

ортогональности ai между собой, y(i) – это проекция вектора x на базисные 

векторы. 

 

1.2   Базисные матрицы или образы 

 

Пусть x(i, j), i, j = 0, 1, ..., N–1 – двумерные измерения. Очевидно, что 

представление его в виде вектора размерности N
2
 неэффективно. 

Альтернативой является преобразование x через базисные матрицы. 



Пусть UN×N и VN×N – унитарные матрицы. 

Определим матрицу преобразования X в Y как Y = U
H
XV . 

Учитывая, что UU
H
 = I и VV

H
 = I , имеем X = UYV

H
. 

Следовательно  
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0
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H
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Пусть U = (u0, u1, ..., uN–1), где ui – вектор-столбец и V = (v0,v1,...,vN–1), где v
H

j  

– вектор-строка. 

Тогда 





























H

NjNi

H

jNi

H

jNi

H

Nji

H

ji

H

ji

H

Nji

H

ji

H

ji

H

jiij

vuvuvu

vuvuvu

vuvuvu

vuA

1,1,1,1,0,1,

1,1,1,1,0,1,

1,0,1,0,0,0,

...

............

...

...

. 

 

Таким образом, выражение со знаком (*) и есть выражение  x  в терминах  

N
2
  базисных матриц. Если  Y – диагональная матрица, то  






1

0

,
N

i

H

iivuiiYX  – 

это разложение по базисным матрицам или образам. 

Также применяется запись –   ijAXjiY ,,  , где  скалярное 

произведение    
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1

0

1
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* ,,,
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2   Пространство признаков на основе преобразования Карунена-Лоэва 

 

Пусть  x – вектор измерений образа. Целью преобразования является 

построение такого вектора признаков, что E[y(i)y(j)]=0 при i≠j, т.е. чтобы 

признаки были взаимно некоррелированные. Пусть A – матрица базисных 

векторов, y и x – вектора-столбцы. Будем считать, что y = A
T
x. Обозначим 

Ry=E[yy
T
], тогда 

Ry = E[yy
T
] = E[A

T
xx

T
A] = A

T
RxA , 

 

где Rx – симметричная матрица и ее собственные вектора ортогональны. 

Выберем в качестве ai собственные вектора матрицы Rx. Тогда Ry –  

диагональная матрица, у которой на диагонали стоят собственные значения Rx: 

λi, i = 0, 1, ..., N–1. Таким образом, Ry = A
T
RxA = Λ. 

Если Rx положительно определенная матрица, то собственные значения λi 

> 0, i = 0, 1, ..., N–1. 

Описанное преобразование называется преобразованием Карунена-Лоэва. 

Оно имеет фундаментальное значение, т.к. оно приводит к построению 



некоррелированных признаков. 

 

2.1   Свойства преобразования Карунена-Лоэва 

 

Пусть x = Ay или  





1

0

N

i

iaiyx  – разложение по базисным векторам. 

Определим новый m–мерный вектор (m < N) как  





1

0

ˆ
m

i

iaiyx , где x̂  – 

проекция x на подпространство. Если мы аппроксимируем x с помощью x̂ , то 

ошибка есть (выбираем те m векторов, для которых ошибка минимальна): 
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Тогда очевидно, что выбирать нужно m базисных векторов с 

максимальными собственными значениями. 

Следует отметить, что при выборе признаков обычно в качестве критерия 

выступают дискриминантные свойства полученного вектора признаков. В 

преобразовании Карунена-Лоэва в качестве критерия выступает наилучшее 

приближение исходных измерений. 

 

2.2   Применение преобразования Карунена-Лоэва к задаче классификации 

 

В данном случае основная концепция заключается в том, что 

подпространство главных собственных значений может быть использовано для 

классификации. 

Алгоритм: 

 для каждого класса Ω строим корреляционную матрицу Ri, 

 выбираем m главных собственных значений и собственных векторов, 

 строим соответствующие матрицы Ai, у которых столбцы – значения 

собственных векторов, 

 неизвестный (пробный) вектор x классифицируем по правилу ||A
T

jx|| > 

||A
T

ix|| при i≠j, т.е. в ближайшее подпространство. 

Если все подпространства одинаковой размерности, то разделяющие 

поверхности – есть гиперплоскости, иначе гиперповерхности второго порядка. 

Такой классификатор объединяет значительную часть операций: выбор 

признаков, оптимизацию признаков, классификацию. 



 

3   Пространство признаков на основе дискретного преобразования Фурье 

 

Преобразования типа Карунена-Лоэва есть результат специальной 

обработки (оптимизации) применительно к конкретной выборке и требуют 

больших вычислительных затрат. Если разложить функцию по некоторому 

заданному базису, то можно снизить затраты, правда снизив требования к 

разложению. 

 

3.1   Одномерное дискретное преобразование Фурье 

 

Пусть x(0), x(1), ..., x(N–1) – N исходных измерений. Тогда дискретное 

преобразование Фурье (ДПФ) определяется следующим образом: 
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jnx
N
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, 

 

где k = 0, 1, ..., N–1 и exp{αj} = cos(α) + jsin(α). 

Обратное преобразование есть: 
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где n = 0, 1, ..., N–1. 

Определим 

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exp . Тогда 








 kn

N
jW kn

N

2
exp . Пусть y = W

H
x, тогда 

x = Wy и 
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Утверждается, что W – унитарная симметрическая матрица. Пусть W* – 

сопряженная матрица: W* = W
H
 = W

–1
. Тогда базисные вектора – это  столбцы 

матрицы W. Таким образом, имеет место разложение по заданному базису (по 

определению  





1

0

N

i

iaiyx  – разложение по базисным векторам). 

Прямое вычисление y = W
H
x или x = Wy имеет сложность  O(N

2
), однако,  

специфика структуры матрицы  W   позволяет строить алгоритмы сложности 



O(N ln N). 

ДПФ можно рассматривать как разложение последовательности X(n) в 

множество N базисных последовательностей hk(n): 
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где  







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 y(k) – коэффициенты разложения, а 

последовательности hk(n) ортогональные:  


 


.иначе,0

,при,1
,

lk
hh kllk   

 

3.2   Двумерное дискретное преобразование Фурье 

 

Пусть X(i, j), i, j = 0, 1, ..., N–1 – двумерные измерения. Тогда двумерное 

ДПФ есть: 
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Обратное преобразование: 
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Данную запись компактно можно переписать в следующем виде: 

 

Y = W
H
XW

H
, X = WYW. 

 

Данное преобразование – это преобразование с базисными    матрицами 

или образами wiw
T

j, i,j = 0, 1, ..., N–1. Число требуемых   операций равно O(N
3
). 

Учитывая специфическую структуру W, существуют методы сложности O(N
2
 ln 

N). 

 

3.3   Дискретное косинусное преобразование 

 

Дискретное косинусное преобразование (ДКП) имеет вид: 
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обратное: 
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где 
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Или в векторной форме: 

 

y = C
T
x, 
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и C – действительная матрица, причем C
–1

=C
T
. 

Двумерное ДПФ определяется так Y = C
T
XC и X = CYC

T
. 

 

3.4   Дискретное синусное преобразование 

 

Дискретное синусное преобразование (ДСП) вычисляется аналогично 

косинусному через матрицу: 
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Вычислительная сложность ДКП и ДСП есть O(NlnN). 

ДКП и ДСП обладают хорошими „упаковочными” свойствами для 

большинства изображений в том смысле, что концентрируют основную 

информацию в небольшом числе коэффициентов. Объясняется это тем, что оба 

они дают хорошее приближение для большого класса реальных образов, 

моделируемых случайных сигналов, известные как Марковский процесс 1 

порядка. 

 

4   Пространство признаков на основе вейвлет-преобразования 

 

Вейвлеты представляют собой обширный класс функций, график которых 

имеет вид коротких волн, ограниченных во времени или в пространстве и 



способных к перемещению и масштабированию. 

Прямое вейвлет-преобразование функции сводится к вычислению 

коэффициентов C(a,b) 
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R
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bt
atsbaC 2/1,  

 

с подстановкой дискретных значений a – масштаба и b – сдвига, т.е. 

нахождение спектра еѐ вейвлет-коэффициентов 

 

(Aj, Dj, Dj-1, Dj-2, …, D1). 

 

Обратное вейвлет-преобразование задаѐтся формулой 

 

     
 

 
Zj Zk

jj ktaakjC
C

ts 0

2/

0,
1




. 

 

Вейвлет-анализ заключается в изучении и обработке полученных 

коэффициентов разных уровней, в том числе применение их для распознавания. 

 

5   Пространство признаков на основе преобразований Адамара и Хаара 

 

Преобразования Адамара и Хаара имеют такие же вычислительные 

достоинства, как и ДПФ, ДКП, ДСП. Их матрицы состоят из ±1, поэтому они 

вычисляются через сложения и вычитания без умножений. 

 

5.1   Преобразование Адамара 

 

Унитарная матрица Адамара порядка n это N×N матрица, где N = 2
n
, 

сформированная по итерационному правилу 
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1H  и   – кронекерово произведение двух матриц: 
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Например, H2 будет выглядеть так: 
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Известно, что Hn, n = 1, 2, ... – ортогональны, т.е. Hn
–1

 = Hn
T
 = Hn. 

Для вектора x из N образцов пара преобразований есть: 

 

y = Hnx,    x = Hny. 

 

Преобразование Адамара имеет очень хорошие „упаковочные” свойства. 

Алгоритм для вычисления выделений и сложений достаточно быстрый: O(N–ln 

N) . 

 

5.2   Преобразование Хаара 

 

Начальной точкой для определения преобразования Хаара являются 

функции Хаара, которые являются непрерывными и определенными на 

замкнутом сегменте [0,1]. 

Порядок k функций Хаара единственным образом раскладывается через 

два целых числа p и q: 

 

k = 2
p
+q–1, k = 0, 1, ..., L–1, L = 2

n
, 

 

где 0pn–1, 0q2
p
 для p≠0 при q = 0 или p = 0 при q = 1. 

Функции Хаара: 
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6   Пространство признаков на основе нелинейных преобразований. 

Выделение текстуры изображений 

 

Пусть дано изображение или его часть (область). Задача состоит в выборе 

признаков, которые впоследствии будут использоваться при классификации. 

Цифровое монохромное изображение есть результат процесса 

дискретизации непрерывной функции I(x,y) в виде двумерного массива   I(m,n), 

где m = 0, 1, ..., NX –1, n = 0, 1, ..., NY –1. Значение   функции   I(x,y) –  

интенсивность, число градаций Ng – глубина изображения. 

Выбор признаков заключается в эффективном кодировании необходимой 

для классификации информации, содержащейся в оригинальных (исходных) 

данных. 

 

6.1   Региональные признаки. Признаки для описания текстуры 

 

Текстурой можно назвать распределение оттенков серого цвета среди 

пикселей в регионе. 

Основные типы характеристик: 

тонкие – грубые, 

гладкие – резкие (нерегулярные), 

однородные – неоднородные. 

В основе подхода к подобному описанию лежит гипотеза о том, что внутри 

региона значения интенсивностей описываются одинаково, т.е. одним и тем же 

распределением вероятностей. 

Пусть интенсивность внутри региона есть случайная величина. Тогда, при 

условии, что внутри региона характеристики одинаковы, данная случайная 

величина внутри региона одинаково распределена, чем и обеспечивается 

свойство однородности в регионе. 

Целью является выбор признаков, которые как-то квантуют свойства 

фрагментов изображения (регионов). 

Данные признаки появляются при анализе пространственных соотношений 

по распределению серых цветов. 

 

6.2   Признаки, основанные на статистиках первого порядка 

 

Пусть I – интенсивность случайной величины, представляющая собой 

значение (уровень интенсивности) серого цвета в регионе. Пусть также P(I=I0) – 

вероятность того, что интенсивность в регионе равна I0. 

Гистограммой первого порядка называется величина P(I), равная 

отношению числа пикселей с уровнем интенсивности I0 к общему числу 

пикселей в регионе и обозначается P( I ). 



Центральный момент: 
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где m1 – среднее значение интенсивности – первый момент, который в общем 

случае определяется из формулы: 
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при k = 1. 

Среди центральных моментов наиболее часто используются μ2 – дисперсия 

I , μ3 – ассиметрия, μ4 – эксцесс. 

В качестве признаков, основанных на статистиках первого порядка, также 

может использоваться абсолютный момент 
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и энтропия 
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которая определяет меру равномерности распределения. Чем энтропия выше, 

тем распределение равномернее. 

 

6.3   Признаки, основанные на статистиках второго порядка. Матрицы 

сочетаний 

 

Пусть d – относительное расстояние между пикселями, φ – ориентация. 

Тогда можем ввести метрику следующим образом: 

 

ρ(p1,p2) = max{|p1x–p2x|, |p1y–p2y|}, 

 

причем пиксели рассматриваются в парах. 

Рассмотрим соседство для четырех пикселей. 

Пусть φ={0º,45º,90º,135º}, т.е. имеется горизонтальное, вертикальное, 

диагональное и антидиагональное соседство (рис. 1). 

 



 
 

Рис. 1 – Соседство пикселей на изображении 

 

Обозначим через Pφ( I (m,n), I (m1,n1)) совместную плоскость. 

Рассмотрим φ = 0º. Pφ( I (m,n)=I1, I (m±d,n)=I2) – вероятность того, что 

точки, расположенные на горизонтали ρ=d имеют интенсивности I1и I2, равные 

отношению числа пар пикселей с расстоянием d и значением I1и I2 к общему 

числу пикселей в регионе. 

Аналогично считается для 

φ = 45º: Pφ( I (m,n)=I1, I (m±d,n d)=I2); 

φ = 90º: Pφ( I (m,n)=I1, I (m,n d)=I2);  

φ = 135º: Pφ( I (m,n)=I1, I (m±d,n±d)=I2). 

Каждый такой массив называют матрицей сочетаний или матрицей 

пространственной зависимости. 

Рассмотрим конкретный пример матрицы I . Пусть Ng =4, т.е. уровни 

интенсивности изменяются от 0 до 3. Пусть также матрица I  задана 

следующим образом: 
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Поскольку просмотр происходит в обе стороны, то общее количество пар 

равно 24. 

Рассмотрим φ = 0º и d = 1. 3,0 21  II  . Очевидно, что матрица A    является 

симметрической 
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Для φ = 45º и d = 1 матрица A выглядит следующим образом: 
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Существуют следующие основные виды признаков, основанные на 

статистиках второго порядка: 

 угловой момент второго порядка:   

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jiPASM  – мера 

гладкости изображения. При малой вариации ASM≈1, а при больших 

вариациях (например, при увеличении) контраста ASM→0. 

 контраст (по заданной паре):   
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локальной дисперсии серого. 

 момент обратной разности: 
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обратной разности имеет большое значение для слабоконтрастных 

изображений. 

 энтропия: 
   
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jiPjiPH
 – мера равномерности. 

Энтропия связана с фиксированной ориентацией и фиксированным 

расстоянием. 

 

7   Пространство признаков на основе формы и размера 

 

Есть два основных пути описания формы: 

 полное описание формы в регенеративной манере (например,  



признаки Фурье). По такому описанию полностью можно 

восстановить образ, 

 не восстановительное описание формы (дескриптивные признаки). По 

такому описанию можно отличить заданную форму от других, но не 

полностью восстановить образ. 

 

7.1   Признаки Фурье 

 

Полное описание позволяет восстанавливать границу образа. Частичное же 

описание дает признаки для распознавания. Как правило, интересуются 

вопросом о зависимости изменения признаков от преобразований образа. 

Пусть (xk , yk), где k = 0,1,...,N–1 – координаты последовательных точек 

границы; uk = xk + jyk – комплексные числа. Для N точек uk определим ДПФ: 
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где fl – Фурье-описание границы. 

Рассмотрим, как изменяется fl при сдвиге, повороте, масштабировании  и 

сдвиге начальной точки. 

Сдвиг описывается следующим образом: x'k = xk + Δx, y'k = yk + Δy и u'k= uk 

+ Δu. Тогда 
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l
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При l=0 0f ≠f0, т.к.   0000 0 fufuff   . 

При l≠0 lf =fl, т.к.   llll fufluff  0 . 

Поворот описывается следующим соотношением: u'k = uk · exp(jθ). 

Следовательно, f'l = fl · exp(jθ), т.е. поворот не меняет модулей, а именно |f'l|=|fl|. 

Масштабирование описывается следующим соотношением: u'k=a·uk. 

Следовательно, f'l=a·fl. Т.к. f'i / fi = a и f'j / fj = a, то масштабирование не меняет 

соотношения f'i / f'j = fi / fj. 

Сдвиг начальной точки определяется следующим образом: u'k = 
0kku  . 

Следовательно 
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
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N
jff ll 0

2
exp
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, т.е. сдвиг начальной точки сохраняет 

модули: |f'l|=|fl|. 

 

 

 



7.2   Цепной код 

 

Цепным кодом называется кодирование (запоминание) 

последовательности поворота вектора по пикселям на границе описываемой 

области – маршрута обхода (рис. 2). 

Из построенного цепного кода конструируются следующие признаки: 

 относительная доля каждого направления, 

 относительная доля разных сочетаний кривизны. 

  

 
Рис. 2 – Маршрут обхода при цепном кодировании 

 

Недостатком представления изображения цепным кодом является 

появление шума. Способом борьбы с данным недостатком является 

использование более мелкой (точной) сетки. 

 

7.3   Геометрические свойства фигуры 

 

Пусть P – периметр фигуры, A – площадь фигуры. Рассмотрим следующие 

свойства: некруглость фигуры и энергию изгиба. 

Некруглость фигуры определяется по следующей формуле: 

 

r = P
2
/4πA. 

 

Рассмотрим два крайних значения для данного свойства. Наиболее лучшее 

(наибольшая „круглость”) значение должно быть для круга, оно равно r = 

P
2
/4πA = (2πR)

2
/(4ππR

2
) = 4π

2
R

2
/4π

2
R

2
= 1. Наиболее худший вариант 

(наименьшая „круглость”) наблюдается у квадрата, соответствующее значение 

равно r = P
2
/4πA = (4a)

2
/(4πa

2
) = 16a

2
/4πa

2
= 4/π. 

Энергия изгиба. Пусть задано n точек фигуры. Тогда энергия изгиба 

описывается следующей формулой: 
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где ki = θi+1–θi и 
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1 . ki – характеризует изменение угла в вершине. 

 

7.4   Скелетизация 

 

Скелетизацией называется построение скелета, описывающего форму 

фигуры. Скелетом называется множество всех центров вписанных в фигуру 

максимальных окружностей (рис. 3). 

MAT (Medial Area Transform) определяется как скелет плюс функция 

ширины фигуры. 

 

 
 

Рис. 3 – Скелетизация объекта 



ЛЕКЦИЯ 

ОПИСАНИЕ КЛАССОВ ОБЪЕКТОВ НА ЯЗЫКЕ СЛОВАРЯ 

ПРИЗНАКОВ ДЛЯ СИСТЕМ РАСПОЗНАВАНИЯ БЕЗ ОБУЧЕНИЯ 

 

Построение и функционирование систем распознавания связано с 

накоплением и анализом априорной информации. Рассмотрим основные 

методы обработки априорной информации в системах распознавания без 

обучения, обучающихся и самообучающихся. В каждой из названных систем 

объем первоначальной априорной информации различен. При распознавании 

одних и тех же объектов в системе распознавания без обучения он больше, чем 

в обучающейся системе, а в последней больше, чем в самообучающейся 

системе распознавания. Это обстоятельство и предопределяет существование 

различных методов обработки исходной априорной информации, цель которой 

– описание классов объектов на языке словаря признаков. 

 

Построение систем распознавания без обучения возможно при наличии 

полной первоначальной априорной информации, которая представляет собой 

совокупность: 

1) сведений о том, какова естественная или социальная природа объектов 

или явлений, для распознавания которых предназначается создаваемая 

система, какие решения могут и будут приниматься на основе 

результатов распознавания. Подобные сведения – исходные для 

определения принципа классификации и проведения собственно 

классификации, т.е. подразделения всего множества объектов или 

явлений на классы; 

2) данных, обеспечивающих построение априорного словаря признаков 

системы распознавания, и сведений относительно ограничений, 

накладываемых на создание измерительной аппаратуры системы; 

3) зависимостей между классами объектов Ωi, i=1, ..., m, и признаками 

априорного словаря хα={х1 ..., xN}, которыми они характеризуются, или 

сведений, достаточных для непосредственного составления подобных 

зависимостей. 

Описание классов на языке признаков после составления алгоритмов 

распознавания, базирующихся на соответствующей мере близости, позволяет 

решить задачу построения рабочего словаря признаков системы распознавания 

и затем вновь вернуться к задаче описания классов, но уже на языке признаков 

рабочего словаря хр={хj1 ..., xjN}, где j1, …, jn   1, ..., N. 

Если используются при распознавании детерминированные признаки, то с 

составлением словаря и с описанием классов проблем не возникает. Логические 

и структурные признаки соответствующие логическим и структурным 

системам распознавания из-за ограниченного объѐма дисциплины не 



рассматриваются. 

На практике наибольший интерес представляют вероятностные системы 

распознавания с соответствующими им признаками. 

 

Если признаки – вероятностные, то описаниями классов являются: 

1) условные плотности распределения вероятностей значений признаков х1 

..., xN  для каждого класса Ω1, …,  Ωm, т.е. функции fi(х1 ..., xN), 

2) априорные вероятности P(Ωi), i=1, ..., m, появления объектов 

соответствующих классов. 

 

1   Построение функций условной плотности распределения вероятностей 

значений признаков для каждого класса объектов 

 

При построении функций плотности fi(x1, ..., XN) следует различать две 

ситуации (рис. 1): 

I. априори известен аналитический вид функции плотности, содержащей 

некоторое количество параметров, которое и надлежит оценить (параме-

трическая оценка), 

II. вид функции неизвестен. В этой более сложной ситуации необходимо 

произвести оценку и вида функции плотности, и их параметров 

(непараметрическая оценка). 

 

Параметрическая оценка 

Параметрическая оценка функции плотности возможна лишь в достаточно 

простых ситуациях. 

Метод максимума правдоподобия Фишера. Это наиболее общий метод 

нахождения оценок параметров функции плотности. Идею метода можно 

представить следующим образом. Пусть m-мерная случайная величина X 

задана функцией плотности вида f(x,θ),где θ – неизвестный параметр или вектор 

параметров, и выборкой независимых реализаций x1, ..., xN объемом N, которую 

можно представить в виде выборки объемом l, принадлежащей системе N 

независимых одинаковых m-мерных случайных величин Х1, ..., Хn. Общая 

мерность системы mN. Реализацию, составляющую эту выборку, можно 

представить в виде вектора длиной N, каждый из компонентов которого есть m-

мерная величина <x0
1
, ..., x0

N
>, где x0

1

Df
 x1, ..., x0

N

Df
 хN. Значение совместной 

функции плотности такой системы случайных величин в точке <x0
1
, ..., x0

N
> 
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,   и называется функцией правдоподобия (функцией параметра 

θ). Значение параметра θ, при котором она достигает максимума, называется 

оценкой максимального правдоподобия параметра θ. 



Оценки максимального правдоподобия обычно определяют, максимизируя 
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,ln   и пользуясь тем, что ln x – строго возрастающая функция. 

Искомое значение θ находится из уравнения 
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Если θ – вектор длиной r, то уравнение представляет собой систему r 

уравнений относительно компонентов вектора θ. 

Метод Байеса. Здесь, как и в предыдущем методе, функция плотности 

задается также параметрическим способом, но параметр θ считается величиной 

случайной с известной априорной плотностью распределения f(θ). Таким 

образом, задается не просто множество допустимых функций плотности, из 

которых следует выбрать одну-единственную функцию, а задаются и их 

априорные вероятностные веса. Апостериорные вероятностные веса θ 

рассчитываются по выборке x1, ..., xN, полученной в соответствии с плотностью 

f(х). Оценка функции плотности при этом определяется как непрерывная смесь 

плотностей с апостериорными вероятностными весами 
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где Аθ – область возможных значений θ. 

Апостериорная функция плотности θ определяется по правилу Байеса: 
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Если при параметрической оценке вид функции плотности задан 

предположительно (гипотетически), то оценка функции плотности не 

заканчивается выбором ее параметров. Необходимо убедиться, не 

противоречит ли гипотеза о виде функции плотности эмпирической 

информации. Наиболее универсальным методом проверки такой гипотезы 

является критерий χ
2
 Пирсона. Он не зависит ни от истинной функции 

плотности, ни от ее мерности. В качестве меры отклонения эмпирической 



функции плотности (гистограммы, в общем случае многомерной) от гипо-

тетической рассматривается величина 
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где N – количество реализации в выборке; n – количество интервалов разбиения 

при построении гистограммы (в многомерном случае – многомерных кубов); 

Рi* – частота попадания реализации в i-й интервал в N реализациях; Рi – 

вероятность попадания в i-й интервал, вычисленная по гипотетической 

функции плотности. 

Д. Нейман и К. Пирсон доказали, что если для вычисления вероятностей 

Р1, ..., Рn применяется асимптотически эффективная и асимптотически 

нормальная оценка неизвестного S-мерного параметра гипотетической функции 

плотности (например, полученная методом максимального правдоподобия), то 

при N→∞ Z имеет распределение χ
2
 с n–S–1 степенями свободы. Тогда, при 

предположении, что N достаточно велико, вероятность того, что Z превзойдет 

некоторую величину χ
2

p,
 
определится равенством 
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где k = n–S–1. 

Зададимся достаточно малой величиной P, такой, что событие с этой 

вероятностью будем считать практически невозможным. Из последнего 

равенства определим χ
2
p. Если Z ≥ χ

2
p, то гипотетическую функцию плотности 

считают противоречащей экспериментальным данным, так как при этом 

практически невозможно получить Z ≥ χ
2

p. 

 

Непараметрическая оценка 

Параметрическое оценивание плотности допустимо лишь в достаточно 

простых ситуациях. При большом числе признаков, неизвестной зависимости 

между ними, неясности физического смысла класса и т.п. предсказать 

достаточно удовлетворительно аналитический вид функции плотности обычно 

невозможно. Оценку функции плотности в таких случаях целесообразно 

получать непараметрическими методами. При этом всегда предполагается, что 

искомая функция плотности непрерывна или, по крайней мере, имеет 

незначительное по сравнению с объемом выборки число разрывов. 

Многие непараметрические методы опираются на возможность 

оценивания по выборке вероятности появления реализации в заданной области 



значений рассматриваемой случайной величины. 

Вероятность попадания одной реализации в область А 
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Вероятность попадания k реализаций из выборки объемом N в область А 
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Если рассматривать k как случайную величину при фиксированных А и N, 

то математическое ожидание k равно P1N. Биноминальное распределение 

вероятности для k имеет при достаточно больших N выраженный максимум 

около среднего значения. Поэтому можно приближенно полагать, что число 

реализаций в данной выборке, попавших в А, равно их математическому 

ожиданию, т.е. k   ≈ P1N. 

Отсюда P1 ≈ k/N. Если обозначить VA объем области A, то можно считать 

выражение k/(NVA) оценкой среднего значения плотности в А. 

Гистограммный метод. Это наиболее простой метод непараметрической 

оценки, базирующийся на оценке средней плотности распределения в области. 

Построение гистограммы предполагает разбиение всей области возможных 

значений X на конечное число интервалов (в многомерном случае – 

«прямоугольных») и подсчет количества реализаций, попадающих в каждый из 

них. Оценка плотности распределения признаков в области Ai при этом 
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где   ki – количество   реализаций,   попавших   в   область   Аi , Vi – объем 

области Ai. 

Для m-мерной случайной величины 
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где h
f
i — размер области Аi по j-му признаку. 

Обычно применяют два способа построения гистограммы. С одинаковыми 



по объему областями разбиения, или с различными, но так, чтобы в каждую из 

этих различных областей попало примерно одно и то же число реализаций. 

Основное преимущество гистограммы – простота построения, недостатки 

– неопределенность при выборе способа разбиения пространства признаков и, 

следовательно, существенный элемент субъективизма в оценке и 

неудовлетворительность оценки вблизи границ областей разбиения, где оценка 

претерпевает разрывы. Отсюда возникает необходимость в процедуре сглажи-

вания. В многомерном случае эта задача чрезвычайно сложна. Оценку функции 

плотности в виде гистограммы можно полагать удовлетворительной только при 

весьма больших выборках. 

Методы локального оценивания. На использовании формулы k/(NVA) 

базируются и методы локального оценивания (получения оценки плотности в 

заданной точке). Для оценки плотности в точке x учитывают реализации, 

которые попадают в малую окрестность точки x0. Обычно окрестность берется 

в виде гипершара или гиперкуба. 

Объем гипершара с евклидовым радиусом R равен bmR
m
, где 
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С увеличением N объем окрестности x0 уменьшается. Если плотность в 

точке x0 непрерывна и последовательность окрестностей по мере увеличения N 

стягивается к точке x0 достаточно медленно, так что среднее число реализаций, 

попадающих в окрестность, неограниченно возрастает при N→∞, то оценка 

плотности в точке x0 оказывается состоятельной. 

Существуют два общих метода получения последовательностей 

окрестностей x0, удовлетворяющих этим условиям. Это методы «парзеновского 

окна» и «kN ближайших соседей». 

Метод «парзеновского окна» заключается в сжатии некоторой 

первоначально заданной окрестности объемом V1 как некоторой функции от N, 

такой, что 

0lim,0/lim,0lim 
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N
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Этим условиям удовлетворяют, например, зависимости 

NVVNVV NN log/,/ 11   и т.п. Одна из проблем, с которой сталкиваются при 

использовании метода «парзеновского окна», заключается в выборе 

конкретного вида зависимости VN от N, поскольку существует много функций, 



удовлетворяющих последним приведенным условиям. Недостатком данного 

метода является также высокая чувствительность оценки к выбору 

первоначального объема V1 и то, что объем окрестности, удовлетворительный 

для одного x0 (отвечающий условиям разумного компромисса между до-

статочной статистической устойчивостью оценки и не слишком сильным 

усреднением), может оказаться совершенно неудовлетворительным для другого 

x0. 

Метод «kN ближайших соседей» отличается от первого тем, что объем 

окрестности x0 задается функцией не только N, но и фиксированного числа kN 

реализаций, ближайших к x0. В качестве расстояния между x0 и реализациями 

обычно используется  евклидова мера. В данном случае окрестность x0 

увеличивается до тех пор, пока она не будет включать kN реализаций (где kN – 

функция от N). В качестве функций kN от N, удовлетворяющих последним 

условиям, можно, например, взять NkNk NN log,   и т.п. 

Метод «kN ближайших соседей» сохраняет тот же недостаток, что и метод 

«парзеновского окна», – неопределенность в выборе зависимости kN от N. 

Таким образом, методы локального оценивания обладают двумя 

существенными недостатками: 

1) необходимостью хранить в памяти всю обучающую выборку, что 

неудобно при больших N; 

2) отсутствие критериев однозначного выбора зависимостей VN от N или kN 

от N. 

Оба метода локального оценивания плотности обеспечивают сходимость 

при N→∞, но при конечном объеме выборки трудно что-либо сказать об их 

качестве. Однако предполагается, что эффективность подходов, основанных на 

прямом фиксировании границ областей, ниже эффективности процедур, 

использующих локальное оценивание. 

Обобщенная гистограмма или оценка парзеновского типа. Еще одна 

группа методов непараметрического оценивания основывается на том 

убеждении, что для непрерывной функции плотности в некоторой малой 

окрестности каждой из реализаций выборки значение плотности существенно 

отличается от нуля. Чем меньше окрестность, тем больше уверенность в 

справедливости этого предположения. Исходя из этого, структура оценки 

представляется в виде суммы N весовых функций (ядер), «навешиваемых» на 

каждую реализацию. В самом общем виде она представляется выражением 
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где K – функция, называемая ядром; h – коэффициент «размытости», 

являющийся функцией от N; m – мерность пространства признаков. 

Для круговых ядер (K есть функция от R) оценка парзеновского типа 

определяется выражением 
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где х–xi – расстояние от х до xi, взятое в соответствии с выбранной мерой. 

К оценке парзеновского типа приводит и классический подход к 

конструированию оценки плотности путем дифференцирования эмпирического 

закона распределения вероятности. 

При использовании в одномерном случае единичной ступенчатой функции 

интегральный эмпирический закон можно представить в виде 
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Дифференцируя это выражение и учитывая, что производная единичной 

ступенчатой функции представляет собой δ-функцию, получим оценку 

плотности в виде 

   


 
N

i

ixx
N

xf
1

1
 . 

 

В случае непрерывной величины X эта оценка не может быть близкой к f(x) 

ни при каких значениях х и N. Эта оценка несостоятельна. Сделать ее 

состоятельной можно, если заменить δ-функцию некоторой непрерывной 

плотностью. Если обозначить такую плотность (1/h)K[(x—xi)/h], то приходим к 

выражению отмеченному ранее 
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для одномерного случая. 

Обобщенная гистограмма является асимптотически несмещенной и 

состоятельной, если 0lim 

h

N
 и 


hN

N
/lim . 

К недостаткам обобщенной гистограммы можно отнести, во-первых, то, 

что число слагаемых равно числу реализаций (неудобно при большом 



количестве N), и, во-вторых, неоднозначность оценки в зависимости от выбора 

h = φ(N) и конкретного вида ядра. Для оптимизации оценки, получаемой 

данным методом, необходима дополнительная эвристическая информация. 

Приближенное представление искомой плотности в виде линейной 

комбинации некоторых базисных функций является одним из наиболее 

общих принципов непараметрического оценивания. При этом возможны два 

основных варианта. 

Вариант 1. Комбинация содержит конечное число функций, и задача 

сводится к оцениванию параметров линейной комбинации. При этом 
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Если параметры функций θ1, …, θn заданы, то необходимо оценить 

неизвестные коэффициенты с1, ..., сn, что можно, в частности, осуществить 

методом максимума правдоподобия. В случае, когда θ1, …, θn  неизвестны, 

приближенное представление плотности линейной комбинацией по последней 

приведенной формуле сводится к совместному определению параметров 

функций и коэффициентов с1, ..., сn. При этом для достижения той же точности 

приближения можно взять меньше слагаемых в этой формуле, но придется 

иметь дело с системой нелинейных уравнений. Если функции φ1, …, φn полагать 

функциями плотности, т.е. линейную комбинацию представить в виде смеси, то 

удается избежать возможных отрицательных значений оценки при вычислении 

по последней приведенной формуле. 

Вариант 2. Все функции и коэффициенты полностью известны, и 

необходимо выбрать такое подмножество слагаемых из этого множества, 

чтобы аппроксимация получилась достаточно точной. При этом наиболее 

типичной является аппроксимация неизвестной плотности линейной 

комбинацией ортогональных базисных функций: 
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Если базисные функции удовлетворяют условию 
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то говорят, что функции φi(х) ортогональные в области А с весом ψ(х). При этом 

коэффициенты разложения определяются следующим образом: 

 

     
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i

i
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Если в разложении    





1i

ii xcxf   ограничиться первыми n членами, то 

среднеквадратичная ошибка будет 


 1

2

ni

ii c . Если же удается найти систему 

базисных функций таких, что 
2

ii c  быстро убывает с ростом i, то система дает 

экономное представление плотности. В многомерном случае процедура 

нахождения системы базисных функций неизвестна. Удобство представления 

неизвестной функции плотности линейной комбинацией функций состоит в 

том, что число функций можно брать значительно меньше объема выборки. 

В случаях, когда имеется какая-либо априорная информация о функции 

плотности, рекомендуется с самого начала приписать оцениваемой плотности 

вероятности подходящий аналитический вид. 

 

2   Построение функций априорных вероятностей появления объектов 

соответствующих классов 

 

Если априорная вероятность не зависит от времени, значения P(Ωi) могут 

быть определены на основании частот событий: 

 

P*(Ωi)=Ni/N', 

 

где N' – общее количество доступных изучению объектов во всех классах; Ni – 

количество объектов в i-м классе. 

В некоторых системах распознавания, в частности в системах 

медицинской диагностики, P(Ωi) может зависеть от времени. Это связано, 

например, с распространением эпидемии какого-либо заболевания, 

составляющего или входящего в определенный класс системы. Здесь следует 

изучить поведение функции P(Ωi) во времени до текущего момента, а затем на 

основе тщательного изучения явления произвести их экстраполяцию на 



определенный промежуток времени. 

 

3   Эвристический подход к описанию классов 

 

Когда непосредственное изучение априорной информации невозможно, 

приходится прибегать к эвристическому конструированию законов рас-

пределений fi(xj), i = 1, ..., m; j = 1, ..., N, значений признаков по классам и 

функций P(Ωi). 

Задача определения функций fi(xj) может быть решена следующим 

образом. Положим, что группа квалифицированных специалистов, веса мнений 

которых Bk, k=1, ..., n, согласилась дать экспертные оценки возможных 

значений признаков xj объектов всех классов. Пусть применительно к классу Ωi, 

относительно признака xj эксперт Ak указал, что его значение составляет вели-

чину Ck (xj/Ωi). При этом, во-первых, некоторые из значений признака xj 

объектов класса Ωi, указанные разными экспертами, могут совпадать 

[например, Cg (xj/Ωi)=Cq (xj/Ωi), 1≤g, q≤n]; во-вторых, отдельные эксперты могут 

указать на несколько возможных значений признака xj в Ωi-м классе [например, 

вероятны следующие значения признака: C'g (xj/Ωi), C''g (xj/Ωi) и т.д.]; в-третьих, 

кто-либо из экспертов может отказаться от указания о возможном значении 

некоторых признаков в ряде классов. Для наглядности суждения экспертов 

целесообразно свести в следующую таблицу: 

 

Эксперт 

Классы и значения признаков 

Ω1 … Ωm 

x1 … xN x1 … xN 

Ak 

C'k (x1/Ω1) 

C''k (x1/Ω1) 

C'''k (x1/Ω1) 

… 

… 

… 

C'k (xN/Ω1) 

C''k (xN/Ω1) 

… 

… 

… 

C'k (x1/Ωm) … 

… 

C'k (xN/Ωm) 

C''k (xN/Ωm) 

C'''k (xN/Ωm) 

 

Положим, что при определении значения признака xj применительно к 

объектам класса Ωi, эксперты подразделились на группы Lν(xj\Ωi), ν=l, ..., 

r(xj\Ωi), при этом число экспертов в группе Lν(xj\Ωi) равно lν(xj\Ωi). Пусть группа 

экспертов Lν(xj\Ωi) указала, что значение признака xj в классе Ωi, составляет 

Cν(xj\Ωi). Усредненный вес мнений экспертов группы Lν(xj\Ωi) 
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Будем полагать следующее: статистическая вероятность того, что значение 

признака хj у объектов, принадлежащих классу Ωi, равно величине Cν(xj\Ωi), 

указанной группой экспертов Lν(xj\Ωi), пропорциональна усредненному весу 

мнений этой группы: 
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Это соотношение позволяет сформировать статистические ряды: C1(xj\Ωi), 

P [C1(xj\Ωi)]; C2(xj\Ωi), P [C2(xj\Ωi)]; ...;  ijxrC | (xj\Ωi), P [  ijxrC | (xj\Ωi)], и на их 

основе путем сглаживания определить оценки искомых функций распределения 

вероятностей  fi(xj). 

Метод определения функций P(Ωi) аналогичен приведенному. Таким 

образом, эвристический подход к формированию априорных сведений 

основывается на обработке результатов опроса группы экспертов с учетом их 

авторитета. При этом предполагается, что научно-технический уровень 

экспертов достаточно высок, а их решения носят объективный характер. 



ЛЕКЦИЯ 

ОПИСАНИЕ КЛАССОВ ОБЪЕКТОВ НА ЯЗЫКЕ СЛОВАРЯ 

ПРИЗНАКОВ ДЛЯ СИСТЕМ РАСПОЗНАВАНИЯ С ОБУЧЕНИЕМ 

 

Использование методов обучения для построения систем распознавания 

необходимо в случае, когда отсутствует полная первоначальная априорная 

информация. Ее объем позволяет подразделить объекты на классы и определить 

априорный словарь признаков. Однако объем априорной информации 

недостаточен для того, чтобы в признаковом пространстве путем непосредст-

венной обработки исходных данных построить описания классов объектов Ω1, 

…, Ωm на языке априорного словаря признаков х1 ..., xN . Такими описаниями 

могут быть, например, разделяющие функции Fi(x1, ..., XN), i=1, ..., m, либо 

априорные вероятности появления объектов различных классов P(Ωi) и 

условные плотности распределений fi(x1, ..., XN) , i=1, ..., m и др. 

 

1   Сущность процедуры обучения 

 

Пусть исходная априорная информация позволяет составить список 

объектов с указанием, к какому классу каждый из них относится. Обозначим 

объекты этого списка ω1, …, ωi, а классы – Ω1, …,  Ωm, тогда исходная 

информация может быть представлена в виде 
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Так как априорное признаковое пространство определено, то каждый 

объект может быть описан на языке признаков х1, ..., xN. Будем полагать, что 

значения признаков у объекта ω1 составляют (х1
1
, ..., xN

1
), у объекта ω2 

составляют (х1
2
, ..., xN

2
) и т.д. Тогда исходный список может быть представлен в 

виде обучающей последовательности: 
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Наличие обучающей выборки в принципе позволяет на основе тех или 



других методов и соответствующих им алгоритмов реализовать процедуру 

обучения, цель которой и состоит в описании классов на языке признаков, т.е. в 

разработке априорного описания классов. Однако в рассматриваемой ситуации 

объем исходной информации не дает возможности произвести достаточно 

точного описания классов, найденные их границы не обеспечат предельно 

достижимой точности (безошибочности) решения задачи распознавания, 

ограниченной техническими характеристиками измерительной аппаратуры. 

Поэтому для уточнения описаний классов используется текущая апостериорная 

информация, образующаяся в результате функционирования предварительным 

образом сформированной системы в процессе распознавания неизвестных 

объектов, не относящихся к обучающей последовательности. 

Если обучающая последовательность достаточно представительна, т.е. 

содержит объекты, более или менее равномерно располагающиеся в областях 

признакового пространства, соответствующих классам, то в пределе подобная 

процедура приводит к достаточно точному описанию классов и, следовательно, 

к возможности определения таких границ классов, придерживаясь которых 

можно достичь потенциально достижимой точности работы системы 

распознавания. 

В настоящее время известно много более сотни алгоритмов обучения. В 

частности, значительное количество весьма эффективных алгоритмов обучения 

(в том числе алгоритмы, основанные на методе потенциальных функций) может 

быть получено путем применения методов стохастической аппроксимации. Это 

в середине 1960-х годов показал академик Я.3. Цыпкин, которому и 

принадлежит разработка универсальной схемы решения задачи обучения. 

 

2   Постановка задачи обучения 

 

Пусть все множество объектов подразделено на классы Ω1, …,  Ωm и 

определены вектор x={х1 ..., xN}, компоненты которого и составляют априорный 

словарь признаков, обучающая выборка фиксированной длины, т.е. объекты ω1, 

…,  ωl , векторы, которыми они описываются в признаковом пространстве х1 ..., 

xl, и принадлежность объектов соответствующим классам. Априорные 

вероятности P(Ωi) и условные плотности fi(x1, ..., XN) распределения неизвестны. 

Требуется на основе предъявления системе распознавания объектов обучающей 

выборки с указанием классов, которым они принадлежат, построить в 

многомерном признаковом пространстве гиперповерхность, разделяющую это 

пространство на области Di, соответствующие классам Ωi, i=l, ..., m. При этом 

разделение должно осуществляться в каком-либо смысле наилучшим образом. 

В целях наглядности изложения ограничимся классами Ω1 и Ω2, т.е. 

ситуацией, называемой дихотомией. К дихотомии можно последовательно 

свести и общий случай, когда число классов m>2. Обозначим разделяющую 



функцию 

 cxfy ,ˆ , 

 

где c={c1, ..., cN} — неизвестный вектор параметров. 

Разделяющая функция представлена, как следует из последнего равенства, 

в виде некоторой функции скалярного произведения векторов x и c. Знаки 

разделяющей функции определяют области в N-мерном признаковом 

пространстве D1 и D2, соответствующие классам Ω1 и Ω2: 

 

D1 = {х: f(x, c)<0};    D2 = {х: f(х, с)>0}. 

 

Наличие обучающей выборки позволяет получить указания о 

принадлежности объектов ω1, …,  ωl  классу Ω1 или классу Ω2: 
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Эти указания могут быть использованы для определения двух систем 

неравенств. Если с помощью разделяющей функции f(x, c) объект 

классифицируется правильно, то yf(x, c)>0, а если ошибочно, то yf(x, c)<0. 

В качестве меры уклонения f(x, c) от у выберем некоторую выпуклую 

функцию от разности у и ŷ  , т.е. 

 

F(y– ŷ ) = F[y–f(x, с)]. 

 

В процессе обучения предъявление объектов ω1, …,  ωl осуществляется 

случайным образом, вследствие этого и мера уклонения также случайна, 

поэтому в качестве меры, характеризующей, насколько хорошо выбрана 

разделяющая функция, целесообразно выбрать функционал, представляющий 

математическое ожидание меры уклонения: 

 

J(c) = M{F[y–f(x, с)]}. 

 

Положим, что наилучший выбор разделяющей функции сделан тогда, 

когда J(с) достигает минимума. Таким образом, задача сводится к определению 

вектора с=с
0
, который доставляет 

 

     cxfyFMcJ
cc
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При этом в качестве ограничивающего условия, накладываемого на 

получение оптимального решения, рассматривается вид разделяющей функции. 

 

3   Решение задачи обучения 

 

Поскольку неизвестна плотность распределения, то неизвестно и 

математическое ожидание M{F}, определяемое в соответствии с этой 

плотностью распределения. В этих условиях решение задачи, т.е. определение 

вектора с=с
0
, требует реализации двух этапов. 

Этап 1. Определяется значение вектора с=с
0
 в первом приближении на 

основе использования априорной информации, содержащейся в обучающей 

последовательности. Это дает возможность найти разделяющую поверхность, в 

первом приближении наилучшим образом разделяющую признаковое 

пространство на области, соответствующие классам, и организовать процесс 

распознавания новых объектов. 

Этап 2. Для уточнения значения вектора с
0 

и получения такого его 

значения с=с
0
, при котором достигается минимальное значение вероятности 

ошибочных решений задачи распознавания, используется текущая 

апостериорная информация, полученная в результате распознавания этих 

объектов. 

Разделение решения задачи на два этапа носит принципиальный характер, 

однако реализация каждого из этапов может быть достигнута применением 

единых алгоритмических методов. 

Пусть в некоторой системе протекает стационарный дискретный или 

непрерывный процесс, характеризуемый вектором x={x1, ..., xN}, плотность 

распределения которого p(х), а также задан вектор c={c1, ..., сN}, компоненты 

которого представляют собой либо значения характеристик управляющего 

воздействия на систему, либо значения ее параметров. Необходимо определить 

в каком-либо смысле наилучшее состояние системы. 

Наилучшее состояние может быть достигнуто за счет выбора 

соответствующего значения вектора c, поэтому в качестве функционала можно 

выбрать 

     
x

dxxpcxQcJ , , 

 

где Q (х, с) – функционал вектора с, зависящий от случайных реализаций 

процесса х; X – пространство вектора х. 

Так как Q (х,с) для каждой реализации х – случайный функционал, то его 

математическое ожидание 



 

J(c) = Mx{Q (х,с)}. 

 

Если функционал Q(х,с) непрерывно дифференцируем по с, то 

необходимые условия экстремума последнего выражения можно записать в ви-

де уравнения 

 J(c) = Mx{ с
Q (х,с)}. 

 

где  J(c)=gradсJ(c)=∂ J(c)/∂c1, ..., ∂J(c)/∂cN – градиент функционала J(c) по с; 

      
с
Q (х,с)=gradcQ(х,с)=∂Q(х,с)/∂c1, ..., ∂Q(х,с)/∂cN  – градиент случайного 

функционала Q (х,с) по с. 

Если функционал J(c) выпуклый и имеет единственный экстремум, то 

последнее условие необходимо и достаточно. В этом случае корень уравнения 

определяет оптимальное значение с=с
0
, при котором функционал J(c) достигает 

экстремума. 

В условиях полной априорной информации плотность распределения p(x) 

известна, поэтому функционал J(c) и grad J(c) можно выразить в явной форме, а 

оптимальное значение с=с
0 

– определить. Отсутствие полной априорной 

информации заставляет для решения задачи определения вектора с
0 

применять 

методы обучения, используя на первом этапе априорную информацию, 

содержащуюся в обучающей выборке, и на втором этапе – текущую 

апостериорную информацию. 

Обучение, как на основе априорной информации, так и на основе текущей 

апостериорной информации может быть организовано реализацией единой 

рекуррентной процедуры. Ее цель в том, чтобы на каждом шаге получать такое 

значение вектора c, которое с течением времени стремится к оптимальному 

значению с
0
. 

Алгоритм обучения (алгоритм определения оптимального вектора с=с
0
) 

должен позволять по наблюдаемым значениям вектора x определять либо 

оценку вектора c[n] на очередном n-м шаге, если вектор c изменяется 

дискретно, либо оценку вектора c(t), если вектор c непрерывен, которая с 

течением времени стремится к оптимальному вектору с
0
. Применительно к 

первой ситуации дискретный алгоритм обучения имеет вид 

 

c[n] = c[n-1]–Γ[n]
с
Q (х[n],с[n-1]), 

 

а непрерывный алгоритм обучения может быть записан так: 

 

dc(t)/dt = –Г(t)
с
Q (х(t),с(t)). 



 

В последних выражениях Г–квадратная N-мерная матрица, полная или 

диагональная, элементы которой зависят от текущего момента времени (n или 

t). С течением времени элементы матрицы должны стремиться к нулю, так как 

только при этом условии вектор c стремится к оптимальному значению с 

вероятностью равной единице. 

Если Г–диагональная матрица (полная матрица соответствует линейному 

преобразованию диагональной) и ее элементы равны друг другу, т.е. 

 

Г = Iγ 

 

(I–единичная матрица), то алгоритмы обучения представляют собой 

соответственно дискретные и непрерывные алгоритмы стохастической 

аппроксимации. 

Обучение успешно в случае, когда алгоритмы обучения сходятся. Условия 

сходимости алгоритмов обучения в среднеквадратичном смысле могут быть 

записаны так: 

для дискретного алгоритма обучения 

 

   0lim
2

0 


cncM
n

 

или 

   10lim 0 


cncP
n

, 

 

где  c[n]–дискретная последовательность значений вектора c, полученных на 

основе дискретного алгоритма обучения; выражение в прямых двойных 

скобках есть норма; 

для непрерывного алгоритма обучения 

 

   0lim
2

0 


ctcM
t

 

или 

   10lim 0 


ctcP
t

, 

 

где  c(t)–непрерывная последовательность значений вектора c, полученных на 

основе непрерывного алгоритма обучения; выражение в прямых двойных 

скобках есть норма. 

Возвратимся к исходной задаче обучения распознаванию объектов. 

Рассмотрим алгоритмы решения J(c)=Mx{Q(х,с)}, заметив, что Q(х,с)=F[y–



f(х,с)]. Ограничивающее условие, накладываемое на поиск экстремума 

функционала J(c), соблюдается, в частности, в случае, если f(х,с) представляет 

собой конечную сумму: 

   



N

j

jj xccxf
1

,   

или 

   xccxf T , , 

 

где c, φ(х) – соответственно N-мерные векторы коэффициентов и линейно 

независимых функций. 

Подставляя последнее выражение в J(c)=Mx{Q(х,с)}, получим 

 

J(c)=Mx{ F[y–c
T
φ (х)]}. 

 

Полагая, что функционал F[y–c
T
φ (х)] непрерывен по c, необходимые 

условия экстремума последнего выражения можно записать в виде 

 

  J(c)=Mx{ с F[y–c
T
φ (х)]}, 

 

где  с F[y–c
T
φ (х)] = –F' [y–c

T
φ (х) φ (х)]. 

Применяя к последнему выражению либо дискретный алгоритм обучения, 

либо непрерывный алгоритм, соответственно получим: 

 

c[n] = c[n–1] + Γ[n] F' [y[n]–c
T
[n–1]] φ(x[n]) φ(x[n]) 

 

dc(t)/dt = Γ(t)F' {y(t)–c
T
(t)φ[x(t)]} φ[x(t)] 



ЛЕКЦИЯ 

ОПИСАНИЕ КЛАССОВ ОБЪЕКТОВ НА ЯЗЫКЕ СЛОВАРЯ 

ПРИЗНАКОВ ДЛЯ СИСТЕМ РАСПОЗНАВАНИЯ С САМООБУЧЕНИЕМ 

 

На практике иногда приходится сталкиваться с необходимостью 

построения распознающих устройств в условиях, когда провести 

классификацию объектов либо невозможно, либо по тем или другим 

соображениям нецелесообразно. В качестве примера можно сослаться на 

необходимость классификации некоторой совокупности объектов таким 

образом, чтобы в один класс были объединены объекты, значения отдельных 

параметров которых находятся в пределах определенных, заранее заданных 

диапазонов. 

Пусть, например, сигналы изучаемой совокупности характеризуются 

параметрами х1, х2, х3, ... . Требуется так осуществить классификацию, чтобы в 

один класс были объединены объекты, значения параметров которых 

удовлетворяют, например, условиям x1≥x1*; x2≤x2*; x3**<x3≤x3*; ..., в другой 

класс – объекты, значения параметров которых удовлетворяют условиям 

х1<х1**; x2>x2**; х3**<х3≥х3***; ..., где x1*, x1**, x2*, x2**, x3*, x3**, x3*** – 

некоторые фиксированные числа. 

В рассматриваемой ситуации число классов заранее не известно, поэтому 

информации о принадлежности каких-либо объектов к тем или другим классам 

нет и единственный путь формирования системы распознавания – применение 

методов самообучения, которые получили также наименование таксономии 

(от греч. taxis – расположение, строй, порядок и nomos – закон), кластерного 

анализа, автоматической классификации без учителя. 

К самообучению приходится прибегать и тогда, когда хотя заранее и 

известно число классов, однако обучающая выборка не дана, а имеется лишь 

некоторая совокупность объектов и значения признаков, которыми они 

характеризуются, т.е. даны объекты ω1, …, ωl, и величины х1
1
 ..., xN

1
; х1

2
 ..., xN

2
; 

…, х1
l
 ..., xN

l
, но не указано, к каким классам относятся эти объекты. При этом 

необходимо обратить внимание на то, что построение самообучающихся 

систем распознавания и в одном, и другом случаях базируется на известном, 

заранее выбранном априорном словаре признаков. 

Задачи таксономии возникают в самых различных отраслях науки и 

техники. Например, в экономике, для проведения сравнительного анализа 

эффективности функционирования промышленных объектов, возникает задача 

такого подразделения анализируемой совокупности предприятий на группы 

(классы), при которой в каждую группу попадали бы предприятия, в некотором 

смысле подобные друг другу (скажем, с точки зрения фондовооруженности, 

объема валовой продукции, численности работающих и т.п.). В информатике 

при построении баз данных различного назначения (документов, текстов, 



деталей, нормативов, норм и т.п.), которые назовем объектами, для обеспечения 

эффективности информационно-поисковых систем, предназначенных для 

извлечения по запросам нужной информации из баз, также возникает задача 

подразделения исходного множества объектов на некоторое количество 

таксонов (кластеров), в пределах которых объекты в каком-то смысле близки 

друг другу. 

 

1   Процедура самообучения при неизвестном числе классов 

 

Пусть выбрано признаковое пространство, описываемое вектором x={х1 ..., 

xN}. Даны некоторая совокупность объектов ω1, …, ωl  и значения векторов x1 = 

{х1
1
 ..., xN

1
}; x2 = {х1

2
 ..., xN

2
}; ...; x3 = {х1

l
 ..., xN

l
}, которыми описываются эти 

объекты. 

Обозначим P(Ωi) вероятность появления объекта класса Ωi, а fi(x) – 

условную плотность распределения значений признаков внутри Ωi-го класса. 

Хотя функции P(Ωi) и fi(x) неизвестны, однако относительно совместной 

плотности распределения вероятностей 

 

     



m

i

ii xfPxf
1

 

 

естественно предположить, что конструктор системы распознавания так 

определил условия, на основе которых в результате самообучения будет 

осуществлена классификация объектов, что «центрам» классов в признаковом 

пространстве соответствуют существенные максимумы функции f(x). Именно 

поэтому цель самообучения – на основе показов векторов x1, …, xl и заданных 

условий объединения объектов в классы определить совместную плотность 

распределения, найти ее существенные максимумы, а, следовательно, и 

«центры» классов и тем самым их число m. 

Для решения задачи воспользуемся алгоритмами обучения, основанными 

на методе стохастической аппроксимации. 

Положим, что искомая совместная плотность распределения может быть 

аппроксимирована конечным набором ортонормированных функций φj(x): 

 

     



N

j

T

jj xcxccxf
1

,ˆ  . 

 

Если обозначить f(x) функцию истинной плотности распределения, то 

функционал 

 



       
x

T dxxcxfcJ
2

  

 

будет характеризовать квадратичную меру уклонения искомой плотности 

распределения от истинной плотности распределения. Задача состоит в том, 

чтобы найти такое оптимальное значение вектора c=c
0
, которое минимизирует 

функционал 

       
x

T

c
dxxcxfcJ

20 min  . 

 

В силу того, что компоненты вектор-функции φ(x) ортонормированны, 

оптимальное значение вектора c 

 

       
x

xMdxxfxс 0

. 

 

Таким образом, оптимальное значение вектора c
0
 равно математическому 

ожиданию вектор-функции φ(x), значения реализаций которой могут быть 

получены на основании априорной информации – величин компонентов 

векторов x1, …, xl. 

Для определения c
0
 воспользуемся алгоритмом обучения. Тогда 

 

c[n] = c[n-1] – γ[n] [с[n-1] – φ(x[n])] . 

 

Если положить γ[n] = 1/n, обеспечивающим минимум дисперсии оценки c 

при любом фиксированном значении n, то 

 

c[n] = c[n-1] – (1/n) [с[n-1] – φ(x[n])] . 

 

Найдя значение c
0
 и подставив его в выражение для c

0
, определим функ-

цию (x, c
0
). Ее анализ и выявление существенных максимумов позволяют 

определить число классов, к которым могут быть отнесены объекты изучаемой 

совокупности. Это обеспечивает возможность решения задачи, состоящей в 

определении границ классов. 

Изложенный способ построения самообучающейся системы 

распознавания, основанный на методе стохастической аппроксимации, носит 

универсальный характер, однако его реализация в реальных условиях 

сопряжена с известными затруднениями. 

 

 



2   Процедура самообучения, основанная на измерении меры сходства 

 

На практике для решения задач таксономии используются сравнительно 

несложные методы, основанные на измерении меры сходства, заданной 

расстоянием в признаковом пространстве x={х1 ..., xN} между парами объектов 

ωq, ωg, q, g =1, ..., n. Это означает, что «расстояние» между объектами, 

отнесенными к данному классу, должно быть не более заданного. 

Введение в рассмотрение расстояний между объектами и между классами 

позволяет построить различные алгоритмы автоматической классификации. 

Одни из них обеспечивают включение в один класс объектов, наиболее 

«близких», «схожих» друг с другом; другие – наибольшую «удаленность» 

сформированных классов; третьи – по возможности и то, и другое. 

В качестве примеров расстояний и мер близости между формируемыми 

классами (кластерами, таксонами) рассмотрим наиболее употребительные. 

Положим, сформированы классы Ωi, i=1, …, m, к каждому из которых 

относятся объекты, которые мы обозначим через ωi, их общее число в каждом 

классе ni. Вектор xi – арифметическое среднее векторов признаков всех 

объектов, входящих в данный класс. 

Расстояние,   измеряемое   по   принципу   «ближайшего    соседа» 

 

dmin (Ωl, Ωs) = min d (ωl, ωs), 

 

ωl  Ωl , ωs  Ωs , l, s = 1, …, m . 

 

Расстояние,   измеряемое   по   принципу   «дальнего   соседа» 

 

dmax (Ωl, Ωs) = max d (ωl, ωs), 

 

ωl  Ωl , ωs  Ωs , l, s = 1, …, m . 

 

Расстояние,   измеряемое   по   «центрам   тяжести»   классов 

 

d (Ωl, Ωs) = d (xl, xs), 

 

Мера близости классов, основанная на потенциальной функции 

Расстояние в признаковом пространстве между двумя объектами может 

быть задано с помощью некоторых специально устроенных функций K(xq, xg), 

получивших название потенциальных.  Существенных ограничений на вид 

потенциальной функции не накладывается; можно представить ее в виде 

убывающей функции расстояния от точки xq, соответствующей объекту ωq, до 

произвольной точки x.  Например: 
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где α > 0. 

Или     
 


ll ssx x
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sl mslxxK
nn

d ...,,1,,,
1

, . 

Легко заметить, что «потенциал» объекта ωq в точке x будет тем меньше, 

чем больше расстояние в пространстве признаков отделяет эту точку от 

объекта. 

Расстояние, измеряемое по принципу «средней связи» 

Это расстояние определяется как арифметическое среднее всевозможных 

попарных расстояний между объектами данной пары классов 

 

    
 


ll ssx x

sl

sl

sl msld
nn

d ...,,1,,,
1

,  . 

 

Расстояние Махаланобиса 

Пусть заданы объекты ωg, ωq, g, q = 1, …, z, значениями своих признаков xg 

и xq. Пусть признаки объектов  {ω}  являются статистически зависимыми,  а 

значимость их при решении вопроса об отнесении объекта к тому или иному 

классу различна и определяется «весовыми» коэффициентами. Тогда 

расстояние Махаланобиса между объектами ωg и ωq называемое также 

обобщенным («взвешенным») расстоянием махаланобисного типа, 

определяется   формулой 

 

     
gq

TTT

gqgqM xxKxxd  , , 

 

где К – ковариационная матрица генеральной совокупности признаков;  

       Λ – некоторая симметричная неотрицательно определенная матрица 

«весовых» коэффициентов, которая чаще всего выбирается диагональной. 

Обычное евклидово расстояние 

 



       2222211 ..., n

g

n

qgqgqgqE xxxxxxd  . 

 

Эта мера близости может быть использована в такой ситуации, когда 

признаки взаимно независимы и имеют одинаковую дисперсию, однородны по 

своему физическому смыслу и одинаково важны. Кроме того, признаковое 

пространство совпадает с геометрическим пространством нашего бытия, т.е. n = 

1, 2, 3. Для выделения кластеров необходимо задать пороги. Если d(ωk,ωl)<dпор, 

то объекты ωk, ωl заключаются в один кластер. 

Взвешенное евклидово расстояние 

 

       222222111 ..., n

g

n

q

n

gqgqgqBE xxxxxxd   . 

 

Обычно применяется тогда, когда удается установить значимость каждого 

признака, его «вес» при проведении классификации объектов, характеризуемый 

величиной λj, j=1, …, n. 

Хеммингово расстояние 

Обычно применяется в качестве меры близости объектов, описываемых 

дихотомическими признаками, т.е. признаками, имеющими только два 

значения: 
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где xqj и xgj – значения j-го признака у q-гo и g-го объекта, соответственно; 

      (xj1, ..., xjp}{x1, ..., xN} – подмножество признаков, используемое для 

вычисления расстояния; 

     r – целое положительное число. 

 

Для разбиения исходного множества объектов на кластеры может быть 

использована последовательность действий, имеющих следующую 

геометрическую интерпретацию (рис. 1): 

1. Производится нумерация объектов, например, в порядке возрастания 

значения какого-либо признака. На рисунке в целях наглядности 

признаковое пространство ограничено признаками x1 и x2. 

2. Проводятся линии, параллельные осям, из точки, соответствующей 

объекту ω1, и на них откладываются значения порогов 
1x

порd  и 
2x

порd . Из 

концов полученных отрезков проводятся линии, параллельные осям. Так 



формируется первый кластер – класс объектов Ω1. 

3. Выполняется та же последовательность операций применительно к точке, 

соответствующей ближайшему к классу Ω1 объекту (в данном случае ω9), 

при этом формируется новый кластер – класс объектов Ω2 и т.д. 

 

 
 

Рис. 1 – Геометрическая интерпретация разбиения исходного множества 

объектов на кластеры 

 



ЛЕКЦИЯ 

ПОСТРОЕНИЕ РАБОЧЕГО СЛОВАРЯ ПРИЗНАКОВ 

 

Разработка словаря признаков – самостоятельная и сложная задача. При ее 

решении приходится сталкиваться со следующими ограничениями: 

1) в словарь включают только признаки, относительно которых может быть 

получена априорная информация, необходимая для описания классов на 

языке этих признаков (будем называть словарь признаков, построенный с 

учетом этого ограничения, априорным словарем); 

2) некоторые из признаков нецелесообразно включать в априорный словарь 

ввиду того, что они малоинформативны; 

3) некоторые из признаков, как правило, наиболее информативные, не могут 

быть определены ввиду отсутствия соответствующих измерителей, а 

ресурсы, ассигнованные на создание системы распознавания, 

ограничены. 

Именно поэтому априорный словарь признаков в общем случае может 

быть применен лишь в качестве основы для построения реально используемого 

в системе распознавания рабочего словаря, включающего лишь признаки, 

которые, с одной стороны, наиболее информативны, а с другой – могут 

определяться имеющейся или специально созданной измерительной 

аппаратурой. 

Таким образом, задача разработки рабочего словаря признаков системы 

распознавания в общем случае сводится к тому, чтобы в пределах выделенных 

ресурсов определить перечень технических средств наблюдений, создание 

которых обеспечивает измерение наиболее информативных признаков 

априорного словаря. Построенный таким образом рабочий словарь признаков, в 

свою очередь, в принципе позволяет реализовать максимально возможную 

эффективность системы распознавания. 

 

1   Построение рабочего словаря детерминированных признаков при 

ограниченных ресурсах 

 

Постановка задачи. Пусть в результате классификации все множество 

объектов Ω={ω} разбито на непересекающиеся подмножества Ω1={ω11, ω12, …, 

ω1k}, Ω2={ω21, ω22, …, ω2n}, …, Ωp={ωp1, ωp2, …, ωpj}, …, Ωm={ωm1, ωm2, …, ωmi}, 

каждое из которых и будет составлять соответствующий класс. 

Если признаки объектов обозначить xj = 1, 2, ..., N, то каждый объект в N-

мерном пространстве признаков может быть представлен в виде вектора x = (x1, 

х2, ..., xN), координаты которого характеризуют свойства объекта. 

Для определения меры близости или подобия между объектами в N-

мерном векторном пространстве признаков необходимо ввести метрику. 



Выбор метрики произволен, необходимо лишь, чтобы она удовлетворяла 

обычным аксиомам расстояний. Не нарушая общности   рассуждений,   будем  

пользоваться   эвклидовой   метрикой (прошлая лекция). 

При анализе также требуется рассматривать меру близости между всеми 

объектами данного класса и меру близости между всеми объектами данной 

пары классов. 

В качестве меры близости между объектами данного класса Ωp p= 1, 2, 

..., m используем величину, называемую среднеквадратичным разбросом 

класса или среднеквадратичным разбросом объектов внутри класса Ωp: 
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где Ωp – р-й класс, ωpr, ωpl – r-й и l-й объекты р-ого класса, kp – количество 

признаков объектов р-ого класса. 

В качестве меры близости между объектами данной пары классов Ωp, Ωq 

p,q = 1, 2, ..., m используем величину, называемую среднеквадратичным 

разбросом объектов классов Ωp и Ωq. 
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Совокупность признаков объектов, используемых в рабочем словаре, 

можно описать N-мерным вектором (λ=λ1, λ2, ..., λN), компоненты которого 

принимают значения 1 или 0 в зависимости от того, имеется или отсутствует 

возможность определения соответствующего признака объекта. С учетом λ 
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Следовательно, среднеквадратичные разбросы класса Ωp и объектов 

классов Ωp и Ωq, могут быть записаны соответственно так: 
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Исходим из того, что затраты на создание технических средств 

наблюдений пропорциональны их информативности, т.е. пропорциональны 

тому количеству признаков объектов, которые с их помощью могут быть 

определены. Таким образом, затраты на создание средств наблюдений 
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где Сj – затраты на создание технического средства, обеспечивающего 

определение j-го признака. 

В качестве критерия эффективности проектируемой системы 

распознавания рассмотрим функционал, зависящий в общем случае от функций 

S(Ωp), R(Ωp, Ωq) и решающего правила L(ω, {ωg}), т. е. 

 

J=F[S(Ωp); R(Ωp, Ωq); L(ω, {ωg})]. 

 

Пусть величина L(ω, {ωg}) – мера близости между распознаваемым 

объектом ω и классом Ωg, g=1, 2, ..., m, заданным своими объектами {ωg} и 

тогда решающее правило состоит в следующем 

 

ωΩg, если L(ω, {ωg})= 
i

extrL(ω, {ωi}). 

 

Уменьшение S(Ωp) («сжатие» объектов, принадлежащих каждому данному 

классу) при одновременном увеличении R(Ωp, Ωq) («разведение» объектов, 

принадлежащих разным классам) обеспечивает улучшение эффективности 

системы распознавания. Поэтому повышение эффективности системы свяжем с 

достижением экстремума функционала J. 

Формулировка задачи. Пусть все множество объектов подразделено на 

классы Ωi, i= 1, ..., m, априорно описаны все классы на языке признаков xj, j=1, 

..., N, и на создание технических средств наблюдений выделены ресурсы С0. 

Требуется, не превышая величины С0
*
, построить рабочий словарь признаков, 

обеспечивающий максимально возможную эффективность системы. 

Таким образом, задача сводится к нахождению условного экстремума 

функционала J, т.е. к определению λ0 реализующего 


extrJ=


extrF[S(Ωp); R(Ωp, 

Ωq); L(ω, {ωg})] при 
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Метод решения задачи. Изложенная постановка задачи имеет 

геометрический смысл. Однако если учесть, что функция S(Ωp) характеризует 

эмпирический ряд распределения объектов в р-м классе, а функция R(Ωp, Ωq) – 

взаимное расположение эмпирических статистических рядов, соответствующих 

классам р и q (p, q = 1, ..., m), то обнаруживается связь рассматриваемого 

подхода со статистическим подходом к распознаванию объектов. 

Частные виды функционала J. 

а)  Если требуемая эффективность системы распознавания может быть 

достигнута за счет более компактного расположения объектов каждого класса 

при соблюдении некоторых условий относительно R(Ωp, Ωq), то задача сводится 

к нахождению 
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б)  Если требуемое значение критерия эффективности системы может быть 

достигнуто за счет «удаления» друг от друга объектов, принадлежащих разным 

классам при соблюдении некоторых условий относительно S(Ωi), i=1, ..., m, то 

задача сводится к нахождению 
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в)  Если значение критерия эффективности системы может быть 

достигнуто только за счет увеличения отношения расстояний между классами к 

среднеквадратичным разбросам объектов внутри классов, то задача сводится к 

нахождению 
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Возможны и другие постановки задачи и соответствующие им виды 



функционалов. 

Сформулированные задачи решаются нахождением минимакса или 

максимина с ограничением дискретной функции, в простейших случаях при 

малых N – методом простого перебора, а в более сложных случаях – методом 

штрафных функций, применение которых позволяет свести задачу к поиску 

безусловного экстремума непрерывной функции. 

 

2   Построение рабочего словаря признаков с учетом вероятности их 

определения 

 

Описанные ранее методы не предусматривают учета того факта, что любое 

техническое средство лишь с определенной вероятностью (отличной от 

единицы) обеспечивает измерение соответствующих признаков 

распознаваемых объектов или явлений. При построении измерительной 

аппаратуры систем распознавания имеет место ситуация, при которой качество 

измерительной информации (в частности, вероятность нахождения 

измеряемого параметра) определяется значениями параметров измерительного 

устройства, зависящими в общем случае от стоимости, затраченной на его 

создание. 

Рассмотрим один из возможных методов выбора пространства признаков 

системы распознавания, предусматривающего в пределах выделенных ресурсов 

на разработку измерительной аппаратуры их оптимальное распределение на 

создание каждого измерителя. Реализация подобного распределения на 

практике доставляет экстремальное значение критерию качества 

функционирования системы распознавания. 

Постановка задачи. Пусть все множество объектов подразделено на 

классы Ω1, ..., Ωm, в априорном словаре системы содержатся признаки xj, j=1, ..., 

Nа, ресурсы на создание технических средств измерения признаков составляют 

С0. Обозначим Cj затраты на создание технического средства Tj, предназ-

наченного для определения j-го признака, a Pj(Cj) – вероятность определения 

этого признака с помощью данного средства. 

Признаки объектов, принадлежащие множеству признаков априорного 

словаря системы распознавания, определение которых становится возможным 

благодаря созданию соответствующих технических средств, образуют рабочий 

словарь признаков xj, j=1, ..., Np, системы распознавания. 

В качестве критерия качества системы распознавания используем 

математическое ожидание квадрата среднеквадратичного расстояния между 

объектами классов Ωp, Ωq, p,q=1, ..., m. Все пары из m классов перенумеруем, 

вводя индекс r=1, ..., n. Тогда с учетом зависимости Pj=Pj(Cj) квадрат расстояния 

для r-й пары классов 
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Здесь 
j

pkx  – значение j-го признака у k-го объекта p-го класса, 
j

qlx  – значение   

j-го   признака   у   l-го   объекта   q-го   класса, kp и kq – количество объектов в 

р-ом и q-ом классах объектов, соответственно. Величина 
j

r  характеризует 

разделительные свойства (разрешающую способность) j-ro признака для r-й 

пары классов. 

Пусть компоненты вектора С={С1, ..., СNр} определяют затраты ресурсов 

на создание каждого технического средства Tj. Тогда критерий качества 

функционирования системы распознавания 
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Формулировка задачи. Задача состоит в том, чтобы найти такое 

распределение затрат на создание технических средств получения 

апостериорной информации, при котором достигается максимальное значение 

указанного критерия. Это означает, что необходимо определить вектор С
0
, 

обеспечивающий 
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Метод решения задачи. Рассмотренная задача – обобщение задачи 

нелинейного программирования. Условия оптимальности для нее можно 

сформулировать следующим образом: для того чтобы вектор С
0
 являлся 

оптимальной стратегией, необходимо, а в случае вогнутости функции W(C) и 

достаточно, чтобы существовали скаляр λ≥0 и вектор μ= { μ1, ..., μn}, такие, что 
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Таким образом, решение этой системы уравнений дает возможность 

определить состав признаков рабочего словаря и оптимальное распределение 

затрат на создание средств наблюдений системы распознавания в условиях 

предположения о зависимости Pj=Pj(Cj) и ограничений на величину ресурсов, 

выделенных для разработки этих средств. 

 

3   Построение рабочего словаря признаков при вероятностном описании 

классов 

 

Постановка задачи. Заданы алфавит классов Ωi, i=1, …, m, априорный 

словарь признаков xa={x1, ..., xN}, априорные вероятности P(Ωi), условные 

плотности распределения вероятности fi(х) и платежная матрица 
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Полагаем известными условные плотности вероятности значений любого 

наперед заданного подмножества признаков, принадлежащего множеству 

признаков априорного словаря, т.е. функции fi(xj1, …, xjk), где {j1, ..., jk}{l, 2, 

..., N}, jkN, и ограничения, накладываемые на характеристики G
r
0, r=l, 2, 3, ..., 

комплекса измерительной аппаратуры, предназначенной для определения 

признаков распознаваемых объектов. Пусть G
1

0 – допустимая стоимость комп-

лекса аппаратуры, G
2

0 – предельная допустимая масса комплекса G
3

0 – 

предельный объем, занимаемый комплексом, G
4

0 – предельная потребляемая 

мощность и т. д. 

Предполагаем, что каждый измеритель предназначен для определения 

одного признака. Тогда комплекс аппаратуры, обеспечивающей измерение всех 

признаков априорного словаря, должен состоять из совокупности измерителей 

А = {А1, ..., AN}. Каждому измерителю Aj присущи определенные значения 

характеристик G
r
j, j=1, ..., N; r=l, 2, 3, ... . 



Исходим из естественного предположения о том, что характеристики 

измерителей обладают свойством аддитивности. Тогда для некоторого 

комплекса аппаратуры B={Aj1, Aj2, ..., Аjk} каждая характеристика представляет 

собой суммарное значение соответствующих характеристик измерителей, т.е. 





k

q

r

jq

r

B GG
1

. При построении рабочего словаря признаков системы распоз-

навания может быть использован только такой набор измерителей B, для 

которого выполняются дисциплинирующие условия 

....,3,2,1,0
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


rGGG rr

B

k

q

r

jk . Это связано с тем, что априорный словарь 

признаков не может быть полностью обеспечен аппаратурой, т.к. хотя бы для 

одной характеристики имеет место неравенство 
r

N

j

r

j GG 0 . 

Примем в качестве критерия эффективности системы распознавания B 

средний риск BR  принятия решения о принадлежности распознаваемого 

объекта к некоторому классу. 

Установим применительно к набору измерителей B, реализующему 

признаковое пространство, описываемое вектором xB={xj1, …, xjk}, что 

признаки распознаваемого объекта ω составляют хj1=х
0

j1, ..., хjk=х
0

jk. Обозначим 

это событие βB. Тогда риск принятия решения о том, что объект ω относится к 

классу Ωg, g= 1, ..., m, равен 
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где Clg – потери, связанные с решением ωΩg, когда в действительности ωΩl, 

g,l=1, ..., m, g≠l; Р(Ωi|βB) – апостериорная вероятность. 

Полагаем в качестве решающего правила следующее: если произошло со-

бытие βB, то ωΩg при 
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Средний риск (критерий эффективности системы распознавания) 

применительно к непрерывному описанию классов: 
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применительно к дискретному описанию классов: 
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где fg(βB) – совместная плотность распределения; Δg – область признакового 

пространства, охватывающая значения βB, соответствующие g-му классу, т.е. 

fg(βB)=0 на Δ\Δg, M – число возможных значений βB, Ng – число возможных 

значений βB в Ωg-м классе, Р(β
ν
B) – безусловная вероятность реализации ν-ro 

варианта значений признаков в системе B, P(β
ν
B|Ωg) – вероятность реализации ν-

ro варианта значений признаков у объекта при условии, что он относится к g-му 

классу. 

Формулировка задачи. В условиях исходной информации относительно 

{Р(Ωi)}, fi(xj1, …, xjk), где {j1, ..., jk}{l, 2, ..., N}, jkN; i=1, …, m, а также 

дисциплинирующих условий и платежной матрицы С требуется определить 

такое признаковое пространство системы распознавания, которое доставляет 

экстремальное значение критерию эффективности системы. 

Метод решения задачи. Задача в условиях указанных ограничений при 

непрерывном описании классов сводится к определению 
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а при дискретном описании классов сводится к определению 
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где Δ – область признакового пространства, охватывающая все возможные 

значения βB. 

Для определения оптимального пространства B
0
, доставляющего минимум 

BR  при рассмотренных описаниях классов, необходимо рассчитать значения BR  

при различных допустимых комбинациях   аппаратурного   оснащения   

системы   распознавания и найти среди них наименьшее значение. 

 

 

 



4   Сравнительная оценка признаков 

 

Ранее были рассмотрены общие методы выбора совокупности признаков, 

которые целесообразно и доступно использовать при построении системы 

распознавания. Однако на практике достаточно часто возникает более простая 

задача, состоящая в проведении сравнительной оценки качества признаков. 

Рассмотрим некоторые методы решения этой задачи. При этом будем полагать, 

что качество признака xl выше, чем качество признака xs, l,s=1, ..., N, если в 

соответствии с выбранным критерием сравнительной оценки показатель 

качества признака xl больше или меньше (в зависимости от метода сравнения) 

показателя качества признака xs. 

 

4.1   Сравнение апостериорных вероятностей признаков 

 

Пусть задан алфавит классов Ωi, i=l, ..., m, выбран априорный словарь 

признаков xj, j=1, ..., Na, известны условные плотности распределений fi(xj) и 

априорные вероятности P(Ωi). 

Требуется произвести сравнительную оценку признаков xl и xs, l,s=1, ..., Na, 

иначе – определить, какой из этих признаков обладает лучшими разделитель-

ными свойствами. 

Разделим диапазон изменения признака xl на интервалы Δ
1

i(xl); Δ
2

i(xl); ...; 

Δ
m

i(xl), на которых отличны от нуля соответственно одна функция fi(xl); две 

функции fi(xl), ..., m функций fi(xl). То же проделаем и с признаком xs. 

Вероятность получить однозначное решение равна 
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Вероятность получить двузначное решение вида «класс g, или класс q», g, 

q=l, ..., m, равна 
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где Δ
2

i(xl)– совокупность интервалов, на которых отличны от нуля какие-либо 

две функции из набора fi(xl). 

Вероятность получить m-значное решение вида «класс 1, или класс 2, ..., 

или класс m» равна 
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где Δ
m

i(xl) – совокупность интервалов, на которых отличны от нуля все m 

функций fi(xl), i=1, 2, ..., m. 

Обозначив   



m

PM
1

  математическое ожидание случайной величины ξ, 

которая может принимать значения ξ=1,2, ..., m с вероятностями Рξ, определим 

указанное математическое ожидание для первого и второго признаков, т.е. 

Mxl(ξ) и Мxs(ξ). 

Если Mxl(ξ)>Мxs(ξ), то признак xs обладает лучшими разделительными 

свойствами, т.е. качество признака xs выше, и наоборот. 

 

4.2   Сравнение вероятностных характеристик признаков 

 

Сравнительная оценка качества признаков может быть произведена и в 

случае, когда условные плотности распределений fi(xj) неизвестны, однако 

известны первые и вторые моменты этих распределений, т. е. mji и Dji. Оценка, 

основанная на использовании этих данных, возможна в связи с тем, что 

признаки xj могут быть условно подразделены на две группы. 

К первой группе относятся признаки, значения которых незначительно 

изменяются при переходе от одного объекта данного класса к другому объекту 

и весьма заметно изменяются при переходе от объекта одного класса к 

объектам других классов. 

Ко второй группе относятся признаки, значения которых чувствительны к 

переходам от одного объекта данного класса к другому объекту и лишь 

незначительно изменяются при переходах от объектов одного класса к 

объектам других классов. 

Признаки, относящиеся к первой группе, полезней признаков, 

относящихся ко второй группе. Количественная оценка качества признаков хj, 

j=1, 2, ..., N, может быть произведена следующим образом. 

Пусть некоторый механизм вырабатывает значения j-го признака с 

вероятностями, равными априорным вероятностям Р(Ωi), i=1, ..., m. Определим 

математическое ожидание некоторой фиктивной случайной величины, 

принимающей значения mji с вероятностями Р(Ωi), т.е. 
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а также математическое ожидание дисперсии j-го признака по классам: 
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Если M[Dli]<M[Dsi], l,s=l, ..., Na, то при прочих равных условиях качество 

признака xl выше, чем качество признака хs, так как вдоль оси признака xl 

объекты располагаются компактней, чем вдоль оси признака хs. 

Дисперсия математического ожидания распределений признаков при 

переходе от класса к классу    2

jijiji mMmMD  . Если sili DD  , то при 

прочих равных условиях качество признака xl выше, чем качество признака хs, 

так как вдоль оси признака xl объекты, относящиеся к разным классам, 

располагаются на удалениях больших, чем вдоль оси признака хs. 

Геометрическая интерпретация сказанного прослеживается при рассмотрении 

рис. 1, а, б. 

 

      
а                                                           б 

Рис. 1 

 

В качестве критерия сравнительной оценки признаков целесообразно 

использовать величину   jijij DDMK / . 

Будем полагать, что если Kl<Ks, то качество признака xl выше, чем качество 

признака хs, при этом наилучший признак тот, который реализует 

  
jiji

j
j

J
DDMK /minmin  . 

 

4.3   Сравнение информативности признаков 

 

Сравнительная оценка качества признаков xl и xs, l,s=l, ..., Na может быть 

произведена также на основе определения количества информации, которое 

получает система в процессе распознавания объектов в результате определения 

каждого из этих признаков. 

Пусть распознаваемый объект может принадлежать лишь одному из m 

классов, априорные вероятности отнесения этого объекта к определенному 

классу обозначим P(Ωj), j=l, 2, ..., m, а условные плотности распределения 



значений признаков – fj(xl), fj(xs). 

До проведения экспериментов исходная априорная неопределѐнность 

состояния системы, или ее энтропия, 
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Логарифм может быть взят при любом основании а>1. На практике 

удобнее пользоваться логарифмами при основании 2 и выражать энтропию в 

битах. 

Определим, какое количество информации получает система 

распознавания при измерении признака xl. 

Если признак xl принимает дискретные значения с вероятностями 
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| , k= 1, ..., n, то полная условная энтропия системы 

распознавания при измерении всех возможных значений признака xl 
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Если признак xl – непрерывный и его совместная плотность распределения 
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 (где fj(xl) – условная плотность распределения признака xl 

в Ωj-м классе), то значение полной условной энтропии системы после 

измерения признака xl 
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где G – полная область изменения признака xl по всем классам, Gi – область 

изменения признака xl в Ωi-м классе. 

Таким образом, если проведены эксперименты, связанные с определением 

признака xl и рассчитаны апостериорные вероятности отнесения объекта к 

соответствующим классам, то количество информации, которое получает 

система распознавания в результате проведения этих экспериментов, составит: 

для дискретного признака 
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для непрерывного признака 
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Аналогичные выражения могут быть получены и для признака хs. При этом 

будем полагать, что качество признака хl выше, чем качество признака хs, в 

случае, если количество информации, связанное с определением признака хl 

больше, чем количество информации, связанное с определением признака хs, 

т.е. 
sl xx JJ  . При этом имеется в виду следующее. Информативность 

признаков не является постоянной величиной и не представляет собой безус-

ловной величины, а, наоборот, в общем случае количество информации, 

получаемое системой распознавания в результате измерения каждого данного 

признака, зависит от того, какие признаки были определены ранее и какие 

значения они приняли. Это в равной мере относится как к статистически 

зависимым, так и к статистически независимым признакам. 

Пусть задан словарь признаков х = {х1, ..., xNa}. В общем случае 
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Для статистически зависимых признаков, т.е. когда    
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установлено, что статистическая независимость признаков распознаваемых 

объектов не является условием ни необходимым, ни достаточным для того, 

чтобы информативность признаков была величиной, не зависящей от того, 

какие признаки были определены на предыдущих шагах и какие при этом 



значения они приняли. Этот вопрос имеет не только теоретическое, но и 

практическое значение, так как если бы информативность признаков была 

величиной постоянной, то тогда не представляло бы затруднений решить 

задачи: 

1) минимизации описаний классов объектов на основе априорного 

определения группы наиболее информативных признаков, 

2) построения оптимального маршрута распознавания на основе априорного 

ранжирования признаков в соответствии с их информативностью. 

При построении систем распознавания целесообразно априорно оценивать 

информативность каждого признака (в предположении, что он определен 

первым). Такая процедура позволяет, по крайней мере, предварительно 

определять те признаки априорного словаря, которые целесообразно исключить 

из дальнейшего рассмотрения. Окончательное решение, связанное с 

построением рабочего словаря признаков, может быть принято на основе 

общего подхода к проблеме. 

Рассмотрим возможность использования для локальной оптимизации 

процесса распознавания информационного подхода. 

Пусть оценена информативность всех признаков рабочего словаря, а также 

известна стоимость C(xj), j=l, ..., Np, определения признаков. На первой стадии 

экспериментов определяется такой признак из рабочего словаря (например, xk), 

который доставляет экстремальное значение функции L(xj) = J(xj)/C(xj), т.е. 
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где J(xj) – количество информации, вносимое в систему распознавания 

измерением признака xj, усредненное по всему множеству его возможных 

значений. 

Признак хk и надлежит измерить на первой стадии экспериментов. Далее в 

зависимости от того, какое конкретное значение принял признак хk=хk
*
, 

определяется такой признак, например xl который в среднем по всему 

множеству его значений доставляет экстремум функции    
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Аналогично определяются третья и последующие стадии экспериментов. 

При этом на каждом шаге целесообразно проверять, не превзойден ли заданный 

уровень вероятности отнесения неизвестного объекта к какому-либо классу. 



Если это произошло, то целесообразно дальнейшее проведение экспериментов 

прекратить. 

 

5   Построение рабочего словаря признаков при отсутствии априорного 

словаря признаков 

 

В практике построения систем распознавания часто приходится 

сталкиваться с ситуациями, когда априорный словарь признаков неизвестен, а 

дана лишь некоторая совокупность реализаций сигналов, характеризующих 

явления или процессы, для распознавания которых предназначена 

разрабатываемая система. К таким сигналам относятся, например: звуковые 

сигналы, возникающие в процессе работы технических устройств; 

радиолокационные или световые сигналы, отраженные от объектов; 

электрические сигналы, возникающие при электрокардиографических или 

энцефалографических исследованиях, и т.д. 

В подобных ситуациях возникает следующая постановка задачи: на 

основе совокупности сигналов, характеризующих каждый класс объектов или 

явлений, определить и упорядочить признаки, приписывая больший вес 

признаку, несущему больше информации при различении объектов или 

явлений. 

Решение этой задачи, например, на основе разложения Карунена-Лоэва 

состоит в следующем. Пусть множество объектов или явлений подразделено 

на классы Ωi, получена совокупность реализаций сигналов xi(t) на интервале 

0≤t≤T, характеризующая классы, известна априорная вероятность появления 

объектов Р(Ωi), i=1, …, m, и сигналы xi(t) представляют собой случайные 

функции. Положим, что функции обладают разложением 
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где Vik – случайные коэффициенты, математическое ожидание которых 

M(Vik)=0; {φk(t)} – множество детерминированных ортонормированных 

координатных функций на интервале (0,Т). 

Корреляционная функция случайных процессов, описывающих классы Ωi, 

i=l, ..., m, 
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будучи подставлена в выражение для разложения, позволит получить 
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Пусть случайные коэффициенты Vik удовлетворяют условиям 
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и тогда, с учѐтом указанных условий, последнее выражение приобретает вид 
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Если возможно поменять местами суммирование и интегрирование, то 

последнее выражение запишется так: 
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Разложение для xi(t), в котором функции φk(t) определяются через 

корреляционную функцию K(t,t’) согласно двум последним выражениям, 

называется обобщенным разложением Карунена-Лоэва. 

Искомое признаковое пространство (координатная система) образуется в 

результате решения интегрального уравнения Фредгольма второго рода 

(последнее выражение), ядро которого – корреляционная функция К(t,t’) 

случайных процессов xi(t), описывающих классы Ωi, i=l, ..., m, на интервале 

наблюдения [0,Т] относительно координатных функций φk(t), k=1,2, ... . 

При упорядочении координатных функций φk(t) в порядке убывания 

соответствующих им собственных значений σk
2
 коэффициенты разложения 

случайных процессов Vik обладают также в порядке убывания наилучшими 

разделительными качествами, т.е. вносят в систему большее количество 

информации. Это означает следующее. Пусть координатным функциям φr(t) и 

φl(t) соответствуют значения дисперсий σr
2
 и σl

2
 и при этом σr

2
> σl

2
, k,r,l=1,2, ... . 



Тогда признак xr обладает лучшими разделительными свойствами, чем признак 

xl. Использование признака xr вносит в систему распознавания больше 

информации, чем использование признака xl. Необходимо отметить, что σk
2
 

представляют собой дисперсию математического ожидания распределений 

найденных признаков (k=1,2,...) при переходе от класса к классу. 

Построение признакового пространства системы распознавания на основе 

коэффициентов разложения Карунена-Лоэва обеспечивает минимизацию 

начальной энтропии системы, определяемой величиной Р(Ωi), i=1, …, m. При 

этом среднеквадратичная ошибка, возникающая за счет того, что реальное 

признаковое пространство системы реализуется на основе конечного числа 

признаков, минимальна. 

Например, пусть дана совокупность реализаций сигналов, принадлежащих 

классам Ω1 и Ω2. Будем полагать, что сигналы описывают эргодические случай-

ные стационарные процессы. Выполнено усреднение по множеству реализаций, 

относящихся к каждому классу, и построены корреляционные функции  
1

K  

и  
2K , которые и будем рассматривать в качестве описаний классов (рис. 2). 

 

 
 

Рис. 2 

 

Корреляционные функции  
1

K  и  
2K  представим в виде набора 

числовых значений, относящихся к дискретным моментам времени, а затем 

применительно к ним выполним обобщенное разложение Карунена-Лоэва. В 

результате найдем, что суммарное значение дисперсии  85,0
1

2 


k

k  при этом 

два члена разложения (20-й и 44-й) обеспечивают значение дисперсий 

σ20
2
+σ44

2
=0,8+0,03=0,83, что составляет 97,7% от суммарного значения 

дисперсии. Это дает основание признаковое пространство проектируемой 

системы распознавания строить с использованием только этих двух признаков, 

которые обозначим x1 и x2. При этом оценки математических ожиданий и 

дисперсий признаков по классам Ω1 и Ω2 соответственно равны: 



 

Ω1       0037,0;193,0;17,0;76,0
2121
 xxxx DDmm , 

Ω2       004,0;154,0;13,0;07,1
2121
 xxxx DDmm . 
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Рис. 3 

 

На рис. 3, а, б показаны гистограммы, представляющие собой описания 

классов на языке признаков x1 и х2. Из рисунков видно, что признак х1 обладает 

лучшими разделительными свойствами, чем признак х2 (действительно, σ1
2 
=0,8, 

в то время как σ2
2 
=0,03). 



ЛЕКЦИЯ 

ЛОГИЧЕСКИЕ МЕТОДЫ РАСПОЗНАВАНИЯ 

 

Применение методов алгебры логики необходимо тогда, когда 

существенны не только количественные соотношения между величинами, 

характеризующими рассматриваемые процессы, но и связывающие их 

логические зависимости. При распознавании объектов эти методы 

используют в случаях, когда: 

1) отсутствуют сведения о количественном распределении объектов по 

пространственным, временным, весовым, энергетическим или каким-либо 

другим интервалам в соответствующем пространстве признаков, а имеются 

лишь детерминированные логические связи между рассматриваемыми 

объектами и их признаками; 

2) известны распределения объектов в пространстве признаков, законы 

распределения ошибок измерения величин, характеризующих отдельные 

объекты, но логические зависимости, связывающие признаки и классы 

объектов, сложны и не поддаются непосредственному анализу. 

Примерами задач, для решения которых требуется применение 

методов алгебры логики, являются: 

 распознавание типа объекта на основе данных наблюдения и 

известных априорных зависимостей между типами объектов и 

соответствующими признаками; 

 установление различных совокупностей признаков распознаваемого 

объекта, учет которых наряду с уже известными приводил бы к 

определенному заключению о типе объекта; 

 анализ информации, содержащейся в каком-либо докладе или 

сообщении и относящейся к определенным типам объектов, с целью 

определить, какие выводы можно сделать о данных объектах на 

основании полученного сообщения; 

 выбор технической политики предприятия, направленной на 

достижение определенного экономического эффекта, если известны 

некоторые общие закономерности, связывающие, например, 

отдельные изменения в области технологии производства с 

расходами на рекламу, наличием запасов сырья и товаров, уровнем 

производительности труда, снижением себестоимости продукта и 

объемом сбыта; 

 прогноз погоды; 

 геологическая разведка; 

 выявление закономерностей, связывающих определенные типы 

объектов и их признаки (задача обучения); 

 другие. 

 

 

 



Решение логических задач распознавания 

 

В логических системах распознавания классы и признаки объектов 

рассматриваются как логические переменные. Чтобы подчеркнуть эту 

особенность, для обозначения классов и признаков введем специальные 

обозначения. 

Пусть множество объектов подразделено на классы Ω1, …, Ωm, а для 

описания объектов используются признаки A1, …, An. 

Предположим, что все сведения априорного характера о классах 

объектов, выражающие, с одной стороны, связь между высказываниями Ω1, 

…, Ωm и A1, …, An, с другой стороны, зависимости только между признаками 

A1, …, An или только между классами Ω1, …, Ωm, представлены в форме 

булевых соотношений: 

 

 
 
 

 
 

𝑙 = 𝑓1 𝐴1, … , 𝐴𝑛 ; 𝑙 ℎ𝑗  𝐴1, … , 𝐴𝑛 ;

𝐿𝑖 𝐴1, … , 𝐴𝑛  𝑙 ;

𝐹𝑙 𝐴1, … , 𝐴𝑛 ;1, … ,𝑚  = 𝐻𝑙 𝐴1, … , 𝐴𝑛 ;1 , … ,𝑚 ;

𝛷𝑘 𝐴1, … , 𝐴𝑛 ;1, … ,𝑚 = 1,

𝜓𝑟 𝐴1, … , 𝐴𝑛 = 1; 𝜒𝑠 1, … ,𝑚 = 1,…

                   (1) 

 

Предположим также, что наряду с (1) в результате проведения 

экспериментов  установлены некоторые данные, касающиеся части 

признаков 𝐴1, … , 𝐴𝑛  присущих объектам классов 1, … ,𝑚 , и что эти данные 

выражены как булева функция G(𝐴1, … , 𝐴𝑛 )=1. 

Прямая задача распознавания состоит в том, чтобы определить, какие 

выводы можно сделать относительно классов 1, … ,𝑚  на основе общих 

сведений априорного характера (1) и апостериорной информации 

G(𝐴1, … , 𝐴𝑛 ), т.е. требуется определить неизвестную функцию F 1, … ,𝑚  , 
удовлетворяющую уравнению 

 

𝐺(𝐴1 , … , 𝐴𝑛) + F 1, … ,𝑚  = 1                                 (2) 

 

при ограничениях (1). 

Задача, сопряженная с данной, заключается в том, чтобы установить, 

какие совокупности признаков 𝐴1 , … , 𝐴𝑛  должны иметь место, если известны 

некоторые сведения о классах 1, … ,𝑚 , т.е. требуется определить 

неизвестную функцию G1(𝐴1 , … , 𝐴𝑛), удовлетворяющую уравнению 

 

𝐹1 1, … ,𝑚   + 𝐺1(𝐴1, … , 𝐴𝑛 ) = 1                                 (3) 

 

при заданной функции 𝐹1 1, … ,𝑚   и связях (1). 

Положим, в соотношениях (2) и (3) 𝐹 1, … ,𝑚  = 𝐹1 1, … ,𝑚  . 
Тогда, если G1(𝐴1, … , 𝐴𝑛 ) = G(𝐴1 , … , 𝐴𝑛), перемножив левые части (2) и (3), 

получим 𝐺 ∙ 𝐹 + 𝐺 ∙ 𝐹 = 1 или 



 

𝐺(𝐴1 , … , 𝐴𝑛) = F 1, … ,𝑚                                        (4) 

 

иначе говоря, посылки 𝐺(𝐴1, … , 𝐴𝑛 ) [или 𝐹1 1, … ,𝑚 ] и следствия 

𝐹 1, … ,𝑚  [или G1(𝐴1 , … , 𝐴𝑛 )] эквивалентны. 

Обратная задача распознавания заключается в том, чтобы определить 

множество априори неизвестных посылок 𝐺(𝐴1, … , 𝐴𝑛 ), из которых следуют 

некоторые данные выводы F 1, … ,𝑚  при условии, что признаки 𝐴1, … , 𝐴𝑛  

и классы 1, … ,𝑚  связаны зависимостями (1). 

Покажем, что решение этой задачи приводится к решению предыдущей 

задачи. 

Пусть F 1, … ,𝑚  есть заданная функция, импликанты которой 

требуется найти в виде функции 𝐺(𝐴1 , … , 𝐴𝑛). Перейдем  от  функции  

F 1, … ,𝑚   к  ее   отрицанию  F1 = 𝐹 1, … ,𝑚    и   с   помощью   (3)   

определим   функцию G1(𝐴1, … , 𝐴𝑛 ),   связанную   с   𝐹 1, … ,𝑚    

зависимостью 𝐹 1, … ,𝑚   G1(𝐴1, … , 𝐴𝑛 ). Т.к. эта зависимость 

эквивалентна соотношению 

 

𝐺1(𝐴1, … , 𝐴𝑛 ) = F 1, … ,𝑚                                        (5) 

 

то 𝐺(𝐴1, … , 𝐴𝑛 )  = 𝐺1(𝐴1 , … , 𝐴𝑛)  и является искомой функцией. 

Если наряду с (5) справедливо соотношение F 1, … ,𝑚   

𝐺(𝐴1 , … , 𝐴𝑛), то F 1, … ,𝑚  = 𝐺(𝐴1, … , 𝐴𝑛 ), т.е. 𝐺(𝐴1 , … , 𝐴𝑛)  представляет 

собой полный набор импликант функции F 1, … ,𝑚 , через сумму которых 

эта функция может быть выражена. 

Методы решения прямой и обратной задач распознавания основываются 

на построении сокращенного базиса 𝑏𝑐[𝐴1, … , 𝐴𝑛 :1, … ,𝑚 ], определяемого 

следующим образом. Соотношения (1) накладывают определенные 

ограничения на возможные комбинации значений истинности элементов 

𝐴1, … , 𝐴𝑛 ;1, … ,𝑚 , так что не все столбцы полного базиса 

𝑏[𝐴1 , … , 𝐴𝑛 ;1, … ,𝑚 ] совместны с этими соотношениями. Если отбросить 

столбцы базиса 𝑏[𝐴1, … , 𝐴𝑛 ;1, … ,𝑚 ], противоречащие хотя бы одному из 

соотношений (1), то оставшиеся столбцы, по определению, образуют 

сокращенный в соответствии с данными связями базис. Сокращенный базис 

устанавливает соответствие между колонками базиса 𝑏𝑐[𝐴1, … , 𝐴𝑛 ] и базиса 

𝑏𝑐[1, … ,𝑚 ] и определяет тем самым возможные преобразования 

соотношений (1) к такому виду, для которого рассматриваемые задачи 

решаются либо в рамках уравнений (2) или (5), либо (4). 

Рассмотрим конкретный пример. 

Предположим, что при некоторых условиях, характеризуемых 

признаками A1, A2, A3, в системе могут протекать процессы 1, 2, 3, причем 

связи между 1, 2, 3 и A1, A2, A3 представлены соотношениями 

 



 
Ω1 ∙ Ω2 ∙ 𝐴1 ∙ 𝐴3 + Ω1 ∙ Ω2 ∙ 𝐴1 ∙ 𝐴3 + Ω1 ∙ Ω2 ∙ 𝐴1 ∙ 𝐴3 + Ω1 ∙ Ω2 ∙ 𝐴1 ∙ 𝐴3 = 1

Ω3 = 𝐴1 ∙ 𝐴2 ∙ 𝐴3 + 𝐴1 ∙ 𝐴2 + 𝐴2 ∙ 𝐴3

  (6) 

 

Изображающие числа булевых функций, представленных 

соотношениями (6), относительно базиса 𝑏[𝐴1 , 𝐴2, 𝐴3;1,2,3]  
соответственно равны 0101 0000 0000 0101 1010 0000 0000 1010 0101 0000 

0000 0101 1010 0000 0000 1010 и 1001 1100 1001 1100 1001 1100 1001 1100 

0110 0011 0110 0011 0110 0011 0110 0011. 

Перемножив эти два изображающих числа, получим 0001 0000 0000 

0100 1000 0000 0000 1000 0100 0000 0000 0001 0010 0000 0000 0010. 

Следовательно, соотношения (6) удовлетворяются только при таких 

комбинациях значений истинности элементов A1, A2, A3, 1, 2, 3 которые 

соответствуют 3, 13, 16, 28, 33, 47, 50 и 62-му столбцам базиса 

𝑏[𝐴1 , 𝐴2, 𝐴3;1,2,3]. Сохраняя перечисленные колонки и отбрасывая 

остальные, получим следующий сокращенный базис: 

 

j = 3504 1726 #Ω1 = 0101 0101  

#A1 = 1100 1100 #Ω2 = 0011 0011 (7) 

#A2 = 1000 0111 #Ω3 = 0000 1111  

#A3 = 0101 0101 i = 0123 4567  

 

Разобьем базис (7) на два базиса: 𝑏𝑐[𝐴1, 𝐴2, 𝐴3] и 𝑏𝑐[1,2,3]. Тогда 

сокращенный базис 𝑏𝑐[1,2,3] будет совпадать с полным стандартным 

базисом 𝑏[1,2,3] и 𝑏𝑐[𝐴1, 𝐴2, 𝐴3] будет представлять собой полный 

нестандартный базис для элементов 𝐴1, 𝐴2, 𝐴3. Пусть i и j обозначают 

порядковые номера столбцов стандартных базисов 𝑏 1,2,3  и 

𝑏[𝐴1 , 𝐴2, 𝐴3], соответственно. 

Базис (7) устанавливает следующее взаимно однозначное соответствие 

между значениями i и j: 

 

 
𝑖 = 0 1 2 3 4 5 6 7,
𝑗 = 3 5 0 4 1 7 2 6,

                                                     (8) 

 

или при другом порядке расположения чисел: 

 

 
𝑗 = 0 1 2 3 4 5 6 7,
𝑖 = 2 4 6 0 3 1 7 5.

                                                     (9) 

 

Из (8) следует, что изображающие числа #A1, #A2 и #A3 относительно 

базиса 𝑏 1,2 ,3  запишутся как 

 

i = 0123 4567  

#A1 = 1100 1100 = #Ω2  

#A2 = 1000 0111 = # Ω1 ∙ Ω2 ∙ Ω3 + Ω3 ∙  Ω1 + Ω2   (10) 



#A3 = 0101 0101 = #Ω1  

j = 3504 1726  

 

а перестановочная матрица ||Rij|| будет иметь вид 

 

 𝑅𝑖𝑗  =  

 

 

0010 0000
0000 1000
0000 0010
1000 0000
0001 0000
0100 0000
0000 0001
0000 0100

 

 

 .                                                   (11) 

 

Аналогично (9) показывает, что в базисе 𝑏[𝐴1, 𝐴2, 𝐴3] 
 

#Ω1 = 0000 1111 = #A3  

#Ω2 = 1010 1010 = #𝐴1 (12) 

#Ω3 = 0110 0011 = # 𝐴1 ∙ 𝐴2 ∙ 𝐴3 + 𝐴2 ∙  𝐴1 + 𝐴3    

 

а матрица ||Rij|| перехода от переменных 1,2,3 к переменным 𝐴1, 𝐴2, 𝐴3 

получается как транспонированная по отношению к матрице (11). 

Полученный результат означает, что исходные связи (6) полностью 

эквивалентны либо соотношениям (10), либо соотношениям (12). 

Предположим, что протекающие в рассматриваемой системе процессы 

проявляют себя через совокупности признаков 𝐴1, 𝐴2, 𝐴3, причем сведения о 

признаках Aj можно представить в виде булевой функции G(𝐴1, 𝐴2, 𝐴3), 

например: 

G(𝐴1, 𝐴2, 𝐴3) = 𝐴3 + 𝐴1 ∙ 𝐴2 = 1.                                    (13) 

 

Какие выводы можно сделать относительно процессов 1,2,3 на 

основании информации (13) и соотношений (6)? По известным правилам 

алгебры логики 

 

# 𝐴3 + 𝐴1 ∙ 𝐴2 =  0100  1111 ×

 

 

0010 0000
0000 1000
0000 0010
1000 0000
0001 0000
0100 0000
0000 0001
0000 0100

 

 

= 

 

=  0101  1101 = #𝐹 1,2,3  
 



и, следовательно, 

 

F(1,2,3) = G[A1(1,2,3); A2(1,2,3); A3(1,2,3)] = 

 

= 1 + 2 ∙  3,                                                   (14) 

 

т.е. либо протекает только один процесс 3, либо можно утверждать, 

что процесс 1 протекает, а относительно процессов 2 и 3 ничего сказать 

нельзя, либо, наконец, имеет место 1 ∙  2 ∙  3. При таком не очень 

определенном выводе может потребоваться узнать, какие признаки из числа 

признаков 𝐴1, 𝐴2, 𝐴3 должны быть обнаружены дополнительно, чтобы 

убедиться, что в системе протекает только процесс 1 т.е. F(1,2,3) = 

1 ∙  2 ∙  3. В соответствии с известными правилам алгебры логики 

 

# 1 ∙  2 ∙  3 =  0100  0000 ×

 

 

0001 0000
0000 0100
1000 0000
0000 1000
0100 0000
0000 0001
0010 0000
0000 0010

 

 

= 

 

=  0000  0100 = #𝐺 𝐴1, 𝐴2, 𝐴3  
 

откуда 

𝐺 𝐴1, 𝐴2, 𝐴3 = 𝐴1 ∙  𝐴2 ∙  𝐴3.                                    (15) 

 

т.е. в группе наблюдений, где было установлено 𝐴1 ∙  𝐴2 требуется 

дополнительно обнаружить наличие признака 𝐴3. Утверждения (14) и (15) 

имеют смысл необходимых и достаточных условий, когда посылки и 

следствия полностью эквивалентны. 



ЛЕКЦИЯ 

СТРУКТУРНЫЕ МЕТОДЫ РАСПОЗНАВАНИЯ 

 

Основополагающий принцип структурного подхода – изучение и 

использование взаимоотношений элементов, составляющих образ. Образ – это 

по существу структура, которая характеризуется в большей степени 

расположением элементов, чем их внутренней природой. Термин «структурное 

распознавание образов» используется применительно ко всем методам, в 

которых предпринимаются попытки описывать объекты в терминах частей и 

отношений. Принцип реализуется посредством построения сложного объекта в 

виде иерархической структуры подобразов – структурных элементов. 

Считается, что структурный элемент – это простой и компактный образ, 

внутренняя структурная информация которого не принимается во внимание. 

Исследования зрения человека показывают, что при распознавании человек 

руководствуется локальными особенностями изображения. Поэтому 

эффективными могут оказаться подходы, связанные с выделением примитивов 

для фрагментов, синтезе инвариантного признакового пространства и 

классификации объектов в этих пространствах.  

Теоретико-множественная трактовка классического структурного 

подхода к распознаванию состоит в следующем. Выбирается система базисных 

структурных элементов и некоторая система операций, применяемая к 

структурным элементам с целью порождения образов и подобразов, 

принадлежащих классу. Для распознавания объекта необходимо найти 

структурные элементы, задать или выявить отношения между ними, а затем при 

помощи структурного анализа (например, грамматического разбора) 

установить, согласуется ли его описание с правилом (грамматикой), которое 

могло его породить. В общем плане структурное описание в задаче 

распознавания можно представить в виде < γ1, γ2, γ3 >, где γ1 – множество 

образующих (структурных элементов), γ2 – система правил для построения 

конфигураций, γ3 – правило установления  соответствия на множестве 

допустимых конфигураций.  

При решении практических задач распознавания структурные методы 

часто применяются в сочетании с иными методологиями. Например, при 

распознавании структурных элементов эффективными оказываются методы 

теории статистических решений, т.к. измерения характеристик структурных 

элементов подвержены влиянию шума и искажений. Наряду с грамматиками 

для установления эквивалентности образов применяют методы теории графов, 

корреляционные подходы, преобразование Хафа, методы анализа множеств, 

грануляции и т.д. Все они в конкретных практических задачах часто 

оказываются проще и эффективнее, чем стандартный грамматический разбор.  

Иногда по этим причинам делят структурные методы на группы: 



лингвистические, основанные на представлении структуры образа 

порождающей грамматикой, и реляционные, где структура образов задается 

графами, гиперграфами, системами отношений. В первой группе решающее 

правило сводится  к проверке соответствия образа некоторой системе правил. 

Вторая группа устанавливает соответствие образа эталону путем решения 

задачи гомоморфизма отношений элементов. Все структурные методы так или 

иначе связаны с этими направлениями. Другая классификация сводится к 

делению методов структурного анализа на группы: 1) формирование графов и 

грамматик и 2) задание логических функций с применением статистического 

подхода.  

Непосредственное применение традиционного структурного подхода при 

анализе изображений усложняется несколькими обстоятельствами: 

 во-первых, для формирования конечного алфавита структурных 

элементов нужно решать задачу распознавания на локальном уровне, 

учитывая необозримое разнообразие фрагментов и их признаков на 

практике, 

 во-вторых, разные объекты, включая ложные, могут состоять из близких 

элементов, повторяющихся даже внутри одного объекта, 

 в-третьих, построение инвариантной структурной модели объекта с 

учетом полного анализа внутренних пространственных связей, 

аналогичных эталону, вызывает значительные вычислительные 

трудности. 

Естественным выходом есть введение ограничений, связанных с анализом 

конечного множества эталонов или их преобразований, замена задачи 

распознавания структурных элементов на задачу детектирования, а также 

упрощение распознающих правил путем применения различных 

аппроксимаций для меры подобия структурных описаний. 

Структурный анализ представляется наиболее перспективным способом 

для принятия решений по искаженному представлению визуальных объектов в 

условиях внешнего влияния. Структурное представление включает модель 

объекта-изображения в виде набора структурных элементов, которая 

анализируется на предмет соответствия описанию эталонов. Метод 

преобразования Хафа непосредственно включает элементы структурного 

анализа. В то же время другие известные подходы допускают модификацию 

для целей частичного представления путем изменения их моделей. В частности, 

путем фрагментного сужения поля зрения для интегральных признаков можно 

сформировать локальные признаки, которые естественно обрабатывать путем 

структурного анализа. Нормализацию и корреляционные методы также можно 

применить для изображений, предварительно разбитых на фрагменты или 

представленных множествами структурных элементов.         

Современные исследователи структурных методов относят изображения к 



исключительно своеобразным объектам компьютерного анализа, где изучение 

внутренней структуры объектов является обязательным, т.к. другие, например, 

чисто статистические подходы, не дают нужного результата. Некоторые 

исследователи при обсуждении взаимосвязи статистического и структурного 

распознавания представляют полное описание объекта в виде пары функций, f 

= (f1, f2), где f1 отображает наблюдаемые параметры, а f2 – скрытые. Специфика 

структурного распознавания в таком случае состоит в разработке средств для 

представления f2. Область действия структурного распознавания образуют те 

ситуации, когда сложная функция на обширной области определения задается с 

помощью ряда более простых функций на значительно более узкой области. 

Такое сведение сложного понятия к совокупности простых с математической 

точки зрения не всегда возможно.   

Двумерную функцию изображения B(x,y) в целях проведения 

структурного анализа представим в виде конечного множества фрагментов  

{bk(x,y)} или как конечное множество Λ = {λ
k
} характерных признаков. При 

этом с каждым λ
k
 связан элемент c

k
 = (x

k
,y

k
) множества координат C ={c

k
}, 

который определяет пространственные свойства описания. Понятия 

характерные признаки, ключевые точки, точки интереса будем считать 

эквивалентными (англ. Keypoints). Перечисленные термины являются 

названиями элементов из множества локальных признаков (другие названия – 

структурные признаки, структурные элементы, примитивы и т.д.). В 

результате визуальный объект представляется в виде совокупности 

дескрипторов (рис. 1), включающих атрибуты λ
k
 и координаты c

k
. 

 

 
 

Рис. 1 – Построение описания в виде множества характерных признаков 

 

Путем перехода от изображения к множеству характерных признаков 

удается достичь существенного снижения объема информации, в то время как 

характеристики распознавания (достоверность, помехозащищенность) при этом 



практически не снижаются за счет извлечения и обработки новой информации, 

содержащейся в структурных элементах и их связях. При представлении 

изображений в пространстве характерных признаков данные можно 

рассматривать как мультимножества, т.к. значения характерных признаков 

бывают близкими между собой даже внутри одного описания. В большинстве 

применений характерные признаки представляет собой числовой вектор 

фиксированной размерности с вещественными значениями, т.е. λ
k
 = (λ1, …, λn)

k
, 

λi ∈ R
i
, i=1…n. В итоге вектор атрибутов есть точка многомерного векторного 

пространства R
n
, λ

k
 ∈ R

n
. Как правило, характерные признаки получаются в 

результате двухэтапной процедуры, где вначале вычисляется значение 

характерного признака, а затем принимается решение о включении его в 

описание Λ. Отклики локальных фильтров, на основе которых формируются 

характерные признаки, описывают набор свойств изображения в 

фиксированной локальной окрестности. В некоторых предметных областях 

появляется возможность классифицировать характерные признаки и присвоить 

им метки, указывающие на их тип.  

Важной задачей есть также оценивание эквивалентности объектов по их 

структурным описаниям. В структурном представлении она сводится к 

установлению соответствий характерных признаков и получением на их основе 

значения глобального соответствия. Заметим, что наличие геометрических 

преобразований объектов значительно усложняет анализ соответствий 

характерных признаков. Приходится решать проблему инвариантности, которая 

актуальна как на локальном уровне формирования характерных признаков, так 

и на этапе сопоставления описаний.  

Таким образом, установление соответствия описаний объектов, 

представленных в виде множеств характерных признаков, в общем плане 

сводится к оценке степени эквивалентности множеств. В упрощенном случае 

задачу можно решить на основе эквивалентности векторов. Существующие 

методы сопоставления структурных описаний в виде множеств характерных 

признаков можно условно отнести к следующим основным направлениям: 

согласование с шаблонами, согласование положения, реляционные модели.     

«Согласование с шаблонами» состоит в том, что сформированное 

множество описаний элементов объекта проверяется на соответствие 

эталонным представлениям (шаблонам), сформированным на основе 

эталонного множества E. Подход реализуется отображением Ω
S
: {Λ} →  {S} →  

ϑ, где {S} – множество шаблонов, {Λ} – множество описаний. Шаблон – это 

описание класса структурных элементов в виде числовых характеристик, 

например, вероятностных распределений, гистограмм, диапазонов изменения 

признаков, ограничений на преобразования и т.д. Подход возник в ранний 

период развития систем компьютерного зрения и считается одним из наиболее 

работоспособных и помехоустойчивых в силу оптимальности схем 



сопоставления с априорными эталонными характеристиками. Геометрические и 

другие преобразования учитываются множеством шаблонов, хотя возможно и 

применение инвариантных представлений. Ограничениями подхода есть 

необходимость этапа сегментации на области объект-фон, а также достаточно 

высокая на практике размерность пространства параметров шаблонов для 

реальных визуальных объектов, которая существенно сказывается на 

быстродействии. Кроме того, необходимо иметь надежную априорную 

информацию о значениях характерных признаков. Известны применения 

подхода к задачам распознавания человеческих лиц, фрагментов кожи и 

пешеходов.  

При реализации подхода «согласование положения» («совместимость, 

кластеризация поз») анализируются группы соответствий пространственных 

сегментов объекта и эталонов с учетом величин их геометрических 

преобразований gk ∈ G  (пространство поз). Основой является геометрическая 

информация. Задается модель допустимых преобразований в виде γ(G), и в 

соответствии с ней оцениваются значения параметров, отображающие точки 

признаков объекта на точки эталонов. Речь идет о построении отображения Ω
G
: 

{Λ} →  {G} →  ϑ, {G} – множество значений преобразований. Близко к схеме 

преобразования Хафа на основе анализа вычисленных значений из {G} 

формируется агрегатный массив, содержащий значения голосов с параметрами: 

база моделей – значения позы gk. Мерой ϑ соответствия описаний выступает 

число голосов сходных элементов. В соответствии с наибольшим количеством 

голосов принимается решение о наличии объекта в искомой позе. Значение 

максимума голосов выражает степень правдоподобия решения. Эффективность 

подхода можно усилить, не принимая во внимание голоса, отданные за 

очевидно нереальные позы, т.е. путем естественной фильтрации. Если в данной 

схеме исключить использование значений gk путем применения инвариантных 

представлений, то параметром аккумуляторного массива будет база эталонов, и 

голосование будет производиться за геометрию объекта, определяемую 

множеством характерных признаков. Отображение преобразуется как Ω
I
: {Λ} 

→  {I} →  ϑ, где {I} – множество локальных инвариантов. Однако из-за 

пересечения диапазонов значений инвариантов  на практике расширяется 

пространство поиска соответствий.  

Общий принцип можно сформулировать как структурное «распознавание 

посредством совмещения», т.е. путем отображения компонентов модели на 

компоненты анализируемого изображения. Наиболее разработанными из этой 

серии являются: метод базовых локальных признаков, кластеризация по 

расположению, геометрическое хеширование. Самый мощный среди них – 

геометрическое хеширование, в основе которого лежит построение 

специальных геометрических признаков – аффинных инвариантов на базе 

имеющихся координат характерных признаков. В то же время, это требует 



трудоемкого этапа предварительной обработки и связано с объемными 

затратами памяти.  

«Реляционные модели» представляются как отображение 

пространственной взаимосвязи структурных компонентов изображения на 

взаимосвязь компонентов модели Ω
Z
: {Λ} →  {Z} →  ϑ, где  {Z} – множество 

локальных структур, которое строится в соответствии с некоторым критерием. 

К ранним методам этого типа относятся подходы на основе формирования 

максимальной клики. Клика графа – это подграф, в котором каждый узел связан 

со всеми другими узлами. Максимальной считается клика, которая уже не 

может расширяться посредством присоединения. Близкие подходы 

применяются при построении отношений в задачах сегментации.  

При применении реляционных моделей алгоритмически реализуется 

согласованная маркировка, которая базируется на построении отношений для 

множества сегментов изображения, аналогичных отношениям на множестве 

эталонов. Каждой паре часть-метка сопоставляется число, представляющее 

вероятность назначения этой части выбранной метки. Реализация отношений 

сводится к тому, что по выделенному множеству характерных признаков 

производится попытка построения и последовательного расширения 

конгломератов характерных признаков на основе критерия, характеризующего 

сходство построенных связей между элементами объекта. Цель – формирование 

многоуровневых структур как новых элементов признакового пространства на 

основе связей между элементами нижнего уровня. Речь идет о получении в 

рамках иерархического представления новой системы стратифицированных 

признаков. Реляционное сопоставление потенциально более надежно, чем 

жесткое совмещение, если применяемые отношения сами являются более 

устойчивыми по сравнению с теми, которые зависят от метрических свойств. 

Топологические отношения, например, связность, смежность, инцидентность, 

обычно более устойчивы к ошибкам измерения, зачастую приводящим к 

нарушению метрических отношений.  Наиболее известные варианты этого 

направления – методы релаксации (дискретная и непрерывная), сопоставление 

по реляционному расстоянию, реляционная индексация. К главным 

недостаткам группы реляционных моделей относят значительные временные 

затраты и трудности осуществления интеллектуального вывода для 

многомерных объектов-изображений.  

Отличие геометрических и реляционных подходов заключается в 

используемых моделях. Геометрические модели с точностью до 

преобразований описывают форму объектов. Более общие реляционные модели 

очерчивают целые классы объектов с одинаковой реляционной структурой. 

Обобщение приводит к интеллектуальным функциональным моделям, 

определяющим классы на основе функциональных свойств. 

Во всех рассмотренных направлениях структурного анализа и 



сопоставления просматривается единая идея получения меры близости 

описаний в виде оценки части общих элементов. Получение точного значения 

этой меры с учетом всех значений и структурных взаимоотношений признаков 

представляет собой сложную в вычислительном плане проблему. В качестве 

компромисса при установлении идентичности визуальных объектов 

целесообразно рассмотреть меры подобия, основанные на принципах 

голосования структурных элементов, включенных в описание. В процесс 

голосования могут быть включены как непосредственно характерные признаки, 

так и их отношения, применение которых формирует многоуровневые 

признаки. На основе независимых локальных решений по большинству голосов 

или по наиболее вероятному соответствию строится статистически 

обоснованное глобальное решение. При этом голосование основано на 

оптимальных статистических решениях относительно отдельных характерных 

признаков и позволяет отделить множество фрагментов объекта от фрагментов 

ложных образований. Подход представляется универсальным в силу учета 

многообразия возможных ситуаций, связанных с видом изображений, эталонов, 

сегментов,  фоновых образований, помех. В условиях высокой 

неопределенности практически невозможно произвести  полный учет их 

свойств путем вычисления сходства через построение максимально возможных 

конгломератов.  

Структурное распознавание изображений объектов, основанное на 

моделях голосования характерных признаков, в настоящее время можно 

считать одним из наиболее перспективных практических подходов, 

обладающих одновременно простотой построения и высокой достоверностью. 

Разнообразие применяемых методов определяется эталонами, условиями 

распознавания, требуемой достоверностью, а также связанными с ними типами 

признаков, видом функции соответствия для характерных признаков и 

величинами порогов для принятия решений. Основанные на голосовании 

подходы позволяют обеспечить устойчивые решения в условиях высокой 

неопределенности. 

К структурным подходам в пространстве функций яркости можно отнести 

анализ множества уровней яркости (полутонов) или цветового представления 

изображения. Известен ряд эффективных методов нормализации, основанных 

на функциональных центрах тяжести, использующих многоуровневый анализ 

значений функции яркости.  

При установлении эквивалентности структурных объектов учитывают тот 

важный факт, что для жестких физических объектов число соответствий можно 

увеличить за счет первоначального уже установленного небольшого числа 

соответствий. Кроме того, все комбинации соответствий сформировать и 

проверить часто невозможно из-за непомерного их количества. Основная идея 

ускорения состоит в том, что вначале находится довольно малое число 



соответствий, а по нему предсказываются оставшиеся соответствия. Это 

позволяет не проводить полный перебор, а принимать решение путем анализа 

конечного числа соответствий за приемлемое время. Вторым важным 

моментом, существенно влияющим на объем вычислительных операций при 

структурном распознавании, является особая подготовка множества эталонных 

признаков (характерных признаков или многоуровневых признаков). Например, 

даже простое предварительное упорядочивание их значений  существенно 

сокращает время поиска в базе эталонной информации. Еще более мощным 

средством является формирование структур данных, которые реализуют поиск 

за одно обращение (хеширование, индексация).    

 


